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4.2.3 Metóda postupnej relaxácie . . . . . . . . . . . . . . . . . . . . 52
4.2.4 Poissonova rovnica v 2-rozmernom priestore . . . . . . . . . . . 52
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5.4.1 Kongruenčná metóda . . . . . . . . . . . . . . . . . . . . . . . . 73
5.4.2 Shift register (Tauswortheov) generátor . . . . . . . . . . . . . . 73
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5.5.2 Dôležité vzorkovanie . . . . . . . . . . . . . . . . . . . . . . . . 78
5.5.3 Metropolisov algoritmus . . . . . . . . . . . . . . . . . . . . . . 81

5.6 Isingov model . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 83
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Predslov

Predslov

Tento učebný text nadväzuje na základný kurz numerických metód so zamerańım na
výklad základných prinćıpov poč́ıtačového riešenia niektorých typických fyzikálnych
úloh. Pokrýva jednak oblast’ deterministických metód riešenia problémov modelovaných
obyčajnými a parciálnymi diferenciálnymi rovnicami ako aj oblast’ stochastických Monte
Carlo simulácíı. Kurz Poč́ıtačová fyzika I, ktorý je prednášaný na bakalárskom stupni
študijného programu Fyzika, vytvára základ pre d’aľsie štúdium pokročileǰśıch poč́ıtačo-
vých metód prednášaných na magisterskom stupni v rámci kurzu Poč́ıtačová fyzika II.

V súčasnosti je použ́ıvanie poč́ıtača ako nástroja riešenia reálnych fyzikálnych úloh,
a v pŕıpade študentov ako nástroja vypracovania ich záverečných bakalárskych či dip-
lomových prác, takmer nevyhnutnost’ou. To viedlo k vzniku množstva už́ıvatel’sky
orientovaných softvérových baĺıkov v rôznych prostrediach pre riešenie širokej škály
problémov. Avšak, bez dôsledného pochopenia fungovania jednotlivých poč́ıtačových
techńık sú tieto programy čiernymi skrinkami s množstvom úskaĺı a riźık pri ich použ́ıva-
ńı. Preto tento kurz kladie dôraz na pochopenie silných aj slabých stránok jednotlivých
metód a predpokladov ich úspešného použitia. To je precvičované na cvičeniach for-
mou vypracovania projektov implementovaných vo vol’ne š́ıritel’nom softvéri Octave,
s ktorým sa študenti majú možnost’ oboznámit’ v predchádzajúcom štúdiu. Využitie
prostredia Octave, ktoré je nenáročné na programovacie schopnosti uživatel’a a tak
vhodné na výučbové účely, zároveň dáva možnost’ porovnat’ výsledky vlastne naprog-
ramovaných algoritmov s tými zabudovanými v knižničných programoch.

Na záver by som sa chcel pod’akovat’ recenzentom prof. Ing. Dušanovi Krokavcovi,
CSc. a doc. RNDr. Denisovi Hováthovi, PhD. za starostlivé preštudovanie textu ako
aj ich cenné pripomienky a návrhy, ktoré prispeli k zvyšeniu kvality tohto učebného
textu po obsahovej aj formálnej stránke. Taktiež by som chcel vyjadrit’ vd’ačnost’ RNDr.
Michalovi Borovskému za textové korekcie.

Košice, december 2014, Milan Žukovič
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Kapitola 1

Poč́ıtačové riešenie fyzikálnych úloh

1.1 Pŕıprava úlohy

Poč́ıtačové riešenie úlohy prostredńıctvom numerických metód je len súčast’ou (avšak
dôležitou) viacerých štádíı, ktoré je potrebné vykonat’ pre správne vyriešenie fyzikálného
problému.

• V prvom rade je potrebné jednoznačne formulovat’ fyzikálny problém ,
ktorý chceme riešit’. Mnoho problémov vo vede a technike sa najvhodneǰsie for-
muluje v matematických termı́noch.

• To umožňuje sformulovat’ matematický model vo forme rovńıc vystihujúcich
základné vlastnosti fyzikálneho systému prostredńıctvom premenných popisujúcich
systém a teda obyčajne idealizujúcich skutočné fyzikálne procesy. Predpokladáme,
že rovnice jednoznačne špecifikujú vzt’ah medzi vstupnými a výstupnými veličinami.
Napŕıklad, matematický model modifikovaného ideálneho plynu, ktorý je oṕısaný
tlakom p, objemom V , teplotou T a počtom čast́ıc n, má tvar rovnice (p +
na2/V 2)(V − nb) = nRT , kde a, b, R sú konštanty. Avšak, iba najjednoduchšie
problémy môžu byt’ vyriešené s použit́ım analytických pŕıstupov. Obyčajne takéto
rovnice môžu byt’ (a vo väčšine reálnych problémov aj sú) pŕılǐs zložité na to aby
sa dali riešit’ analyticky.

• Vtedy nastupuje použitie numerických metód , ktoré nahradia zložiteǰsiu
úlohu postupnost’ou jednoduchš́ıch úloh len s použit́ım aritmetických prostried-
kov, a tak umožnia źıskat’ výsledok s istou presnost’ou. Teda môžeme povedat’ že
numerické metódy sa v praxi použ́ıvajú na źıskanie približného riešenia matema-
tických problémov, ktoré predstavujú matematický model fyzikálnej reality.
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1.2 Numerické riešenie

• Ďaľsou fázou je pŕıprava algoritmu zvolenej numerickej metódy, pozosta-
vajúcej zo špecifikácie konečnej postupnosti operácíı, ktorou zo vstupných údajov
dostaneme požadované výsledky.

• Následuje transformácia algoritmu do vybraného programovacieho jazyka, t. j.
programovanie a ladenie programu .

• Požadované údaje potom źıskame spusteńım programu a posledným štádiom
je vhodné spracovanie výstupných dát .

1.2 Numerické riešenie

V d’aľsom budeme predpokladat’, že máme správne definovaný matematický model a
sústred́ıme sa na jeho numerické riešenie. To predstavuje jednoznačný popis vzt’ahu
medzi konečným počtom vstupných a výstupných dát (tzv. diskrétna úloha). Kl’́učové
pojmy popisu numerickej metódy sú:

• Diskretizácia úlohy - namiesto pôvodnej (obyčajne spojitej) úlohy riešime
diskrétnu úlohu s možnost’ou pribĺıženia sa presnému riešeniu pôvodnej úlohy s
l’ubovol’nou presnost’ou.

• Rád diskretizácie - kladné č́ıslo k, také, že plat́ı |I−Ih| ≤ chk, kde I je presný
výsledok, Ih približný výsledok riešenia diskretizovanej úlohy, h je diskretizačný
parameter (krok) a c je nejaká konštanta nezávislá na h.

• Iteračný proces - postup, pri ktorom sa opakovane použ́ıva nejaká operácia s
ciel’om postupne sa pribĺıžit’ k požadovanému riešeniu.

• Podmienenost’ úlohy - vplyv relat́ıvnej zmeny vstupných údajov na relat́ıvnu
zmenu výstupných údajov.

• Čı́slo podmienenosti - taká hodnota C, že plat́ı r(y) ≤ Cr(x), kde r(x), r(y)
sú relat́ıvne zmeny vstupných a výstupných údajov. Ak je malé (C ≈ 1), hovoŕıme
že úloha je dobre podmienená. V opačnom pŕıpade je zle podmienená.

• Stabilita - numerická metóda je stabilná, ak je dobre podmienená, t. j. málo
citlivá na poruchy v údajoch a je numericky stabilná ak je málo citlivá na vplyv
zaokrúhlovaćıch chýb. V opačnom pŕıpade je metóda nestabilná.

• Konvergencia - numerická metóda je konvergentná, ak iteračný proces kon-
verguje k správnemu riešeniu.
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1.3 Chyby poč́ıtačového riešenia

• Rád konvergencie - nech {βn}∞n=1 je postupnost’ konvergujúca k nule a {αn}∞n=1

konverguje k α ak existuje také K > 0, že

|αn − α| ≤ K|βn|. (1.1)

Potom rád konvergencie {αn}∞n=1 k α je O(βn). Obyčajne

αn = α +O(1/np). (1.2)

1.3 Chyby poč́ıtačového riešenia

Chyba predstavuje rozdiel medzi źıskanou a skutočnou1 hodnotou vo fyzikálnom systé-
me. Za predpokladu, že model budeme považovat’ za presný a nedopust́ıme sa chýb z
nedbanlivosti, budeme rozlǐsovat’ následovné zdroje chýb vzniknutých pri poč́ıtačovom
riešeńı úlohy.

• Chyby numerickej metódy vznikajú pri aproximácíı rovńıc modelu s ciel’om
źıskat’ jednoduchšiu, numericky riešitel’nú úlohu v dôsledku diskretizácie pôvodnej
matematickej úlohy, alebo náhrady nekonečného procesu konečným (napr. výpočet
ex pomocou Taylorovho polynómu, výpočet integrálu pomocou súčtu konečného
počtu hodnôt). Odhad tejto chyby sa obyčajne dá urobit’ analyticky a je dôležitou
súčast’ou riešenia.
Pŕıklad: Výpočet funkčnej hodnoty sin(1) sč́ıtańım konečného počtu členov Ta-
ylorovho rozvoja v bode x = 1 je aproximovaný podl’a vzt’ahu

sin(x) = x− x3

3!
+

x5

5!
− x7

7!
+ . . .+ (−1)n x2n+1

(2n+ 1)!
+ . . . (1.3)

Dá sa ukázat’, že sč́ıtańım prvých n členov postupnosti sa dopust́ıme chyby
vel’kosti nanajvyš 1/(2n+ 1)!.

• Chyby vstupných údajov môžu vznikat’ v dôsledku zaokrúhl’ovania vstupných
hodnôt, meraćımi chybami (konečný počet merańı) alebo stanoveńım empirických
závislost́ı.

• Zaokrúhl’ovacie chyby vznikajú v dôsledku poč́ıtačovej reprezentácie č́ısiel,
t. j. reprezentácie s konečným počtom cifier.

• Chyby aritmetických operácíı predstavujú š́ırenie (propagáciu) chýb v dô-
sledku aritmetických operácíı.

1Skutočná hodnota, t. j. presné č́ıslo, je obyčajne neznáma a je chápaná ako hodnota určená na
základe nekonečného počtu merańı.
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1.3 Chyby poč́ıtačového riešenia

Chybami numerických metód sa budeme bližšie zaoberat’ pri výklade jednotlivých
metód. Chyby vo vstupných údajoch a chyby vznikajúce pri reprezentácíı čisel budú
vykonávanim aritmetických operácíı spolu interagovat’ a naš́ım ciel’om bude odhadnút’

ich vplyv na celkovú chybu výsledku.

1.3.1 Zaokrúhl’ovacie chyby a poč́ıtačová aritmetika

Iba malá čast’ reálnych č́ısiel môže byt’ reprezentovaná v poč́ıtači. Zaokrúhl’ovacie chyby
sa vždy vyskytujú v poč́ıtačových výpočtoch, pretože sa použ́ıva iba približná re-
prezentácia reálnych č́ısiel. Zaokrúhl’ovacie chyby možno zńıžit’ použit́ım aritmetiky
vyšš́ıch rádov (dvojnásobná presnost’), ale nemožno ich celkom odstránit’. Poč́ıtače spra-
covávajú č́ısla pomocou reprezentácie s pohyblivou (plávajúcou) desatinnou čiarkou,
skladajúcej sa z hlavnej časti (mantisy) a exponentu.

Maximálne a minimálne č́ısla, ktoré poč́ıtač môže reprezentovat’, sú fixne stanovené.
Ked’ je vykonaný pokus prekročit’ maximálne č́ıslo, nastáva pretečenie. a ked’ je vy-
konaný pokus ı́st’ pod minimálne č́ıslo, nastáva podtečenie. V systémoch s plávajúcou
desatinnou čiarkou sa dajú uložit’ kladné č́ısla zhruba v rozmedźı od 2, 2251×10−308 po
1, 7977 × 10308 s relat́ıvnou presnost’ou 2, 2204 × 10−16. Napŕıklad, v programovacom
prostred́ı Octave jednotlivé presné hodnoty dostaneme pomocou pŕıkazov realmin,
realmax a eps.

Ak je č́ıslo v numerickom rozmedźı poč́ıtača, jeho reprezentácia v plávajúcej čiarke
môže byt’ źıskaná odseknut́ım alebo zaokrúhleńım. Výsledkom toho je, že ak sú pri
výpočtoch použité č́ısla v plávajúcej čiarke, vždy dochádza k zaokruhl’ovaćım chybám.

Pŕıklad: Reprezentácia č́ısla π na pät’ desatinných miest s použit́ım odseknutia je
0.31415× 101, kým s použit́ım zaokrúhlenia dostávame 0.31416× 101.

1.3.2 Defińıcie chýb a ich š́ırenie

Nech x je presná hodnota reálneho č́ısla a x̃ nech je jeho aproximácia. Budeme rozlǐsovat’

následovne druhy chýb:

• absolútna chyba e

e(x̃) = x− x̃, (1.4)

• odhad absolútnej chyby ǫ

|x− x̃| ≤ ǫ(x̃), (1.5)
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1.3 Chyby poč́ıtačového riešenia

• relat́ıvna chyba r (pre x̃ 6= 0)

r(x̃) =
x− x̃

x̃
, (1.6)

• odhad relat́ıvnej chyby δ

∣

∣

∣

x− x̃

x̃

∣

∣

∣
≤ δ(x̃). (1.7)

Pri aritmetických operáciách sa vyššie uvedené chyby š́ıria.

• Pre odhad absolútnej chyby platia nasledovné vzt’ahy pre:

1. súčet ũ = x̃1 + x̃2

|e(ũ)| ≤ ǫ(x̃1) + ǫ(x̃2), (1.8)

2. rozdiel ṽ = x̃1 − x̃2

|e(ṽ)| ≤ ǫ(x̃1) + ǫ(x̃2), (1.9)

3. súčin w̃ = x̃1.x̃2

|e(w̃)| ≤ |x̃1|ǫ(x̃2) + |x̃2|ǫ(x̃1), (1.10)

4. podiel z̃ = x̃1

x̃2

|e(z̃)| ≤ |x̃1|ǫ(x̃2) + |x̃2|ǫ(x̃1)

|x̃2|2
. (1.11)

• Pre odhad relat́ıvnej chyby platia nasledovné vzt’ahy pre:

1. súčet ũ = x̃1 + x̃2

|r(ũ)| ≤ 1

|x̃1 + x̃2|
(|x̃1|δ(x̃1) + |x̃2|δ(x̃2)), (1.12)

2. rozdiel ṽ = x̃1 − x̃2

|r(ṽ)| ≤ 1

|x̃1 − x̃2|
(|x̃1|δ(x̃1) + |x̃2|δ(x̃2)), (1.13)
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1.3 Chyby poč́ıtačového riešenia

3. súčin w̃ = x̃1.x̃2

|r(w̃)| ≤ δ(x̃1) + δ(x̃2), (1.14)

4. podiel z̃ = x̃1

x̃2

|r(z̃)| ≤ δ(x̃1) + δ(x̃2). (1.15)

Vyššie uvedené vzt’ahy sú špeciálnym pŕıpadom odhadu chýb funkčných hodnôt ked’

je funkcia daná sč́ıtańım, odč́ıtańım, násobeńım a deleńım dvoch približných hodnôt.
Vzt’ah pre odhad chyby funkčných hodnôt v pŕıpade všeobecnej funcie f odvod́ıme
nasledovne. Majme funkciu f diferencovatel’nú v oblasti G, pričom x = (x1, x2, . . . , xn),
x̃ = (x̃1, x̃2, . . . , x̃n) a ǫ(x̃i) ≥ |xi − x̃i| pre i = 1, 2, . . . , n.

Za predpokladu, že poznáme horné ohraničenia parciálnych derivácíı

∣

∣

∣

∂f(x)

∂xi

∣

∣

∣ ≤ Ki, ∀x ∈ G, i = 1, 2, . . . , n, (1.16)

odhad absolútnej chyby funkčnej hodnoty ũ = f(x̃) môžeme urobit’ pomocou
Lagrangeovej vety:

|u− ũ| = |f(x1, x2, . . . , xn)− f(x̃1, x̃2, . . . , x̃n)| ≤
n

∑

i=1

Kiǫ(x̃i) = ǫ(ũ). (1.17)

Pre odhad relat́ıvnej chyby funkčnej hodnoty potom plat́ı:

δ(ũ) =
ǫ(ũ)

|u| =
1

|u|

n
∑

i=1

Kiǫ(x̃i). (1.18)

Za predpokladu, že oblast’ G je malá, sa v praxi namiesto odhadov Ki použ́ıvajú
hodnoty |∂f(x̃)/∂xi| a namiesto hodnoty u sa použ́ıva ũ.

Pŕıklad: Odhadnite hodnotu funkcie u = xy2z3 a jej absolútnu a relat́ıvnu chybu
v bode x = 12, 3± 0, 25, y = 9, 32± 0, 15, z = 4, 72± 0, 02.

Riešenie: Potrebujeme vypoč́ıtat’ ǫ(ũ), pričom x̃ = (12, 3; 9, 32; 4, 72) a

∂f(x̃)

∂x
= (9, 32)2.(4, 72)3 = 9133, 9330, (1.19)

∂f(x̃)

∂y
= 2.(12, 3).(9, 32).(4, 72)3 = 24109, 8789, (1.20)

∂f(x̃)

∂z
= 3.(12, 3).(9, 32)2.(4, 72)2 = 71407, 2303. (1.21)
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1.3 Chyby poč́ıtačového riešenia

Potom ǫ(ũ) ≈ 9133, 9330.0, 25 + 24109, 8789.0, 15 + 71407, 2303.0, 02 = 7328, 1097 a
teda plat́ı

u = f(x̃)± ǫ(ũ) = 112347, 3756± 7328, 1097. (1.22)

Pre odhad relat́ıvnej chyby funkčnej hodnoty plat́ı

δ(ũ) ≈ ǫ(ũ)

|f(x̃)| =
7328, 1097

112347, 3756
≈ 0, 0652, (1.23)

teda relat́ıvna chyba je 6, 52%.

1.3.3 Obrátená úloha teórie chýb

Častou úlohou v praxi je určit’ odhady absolútnych chýb ǫ(x̃i) približných hodnôt x̃i tak,
aby absolútna chyba funkčnej hodnoty neprekročila predom stanovenú hodnotu ǫ(ũ).
Existuje viacero spôsobov ako túto požiadavku splnit’ podl’a toho, čo predpokladáme.

1. Predpokladajme, že chceme aby všetky parciálne diferenciály mali približne rov-
naký vplyv na absolútnu chybu uvažovanej funkcie u = f(x), teda aby platilo

∣

∣

∣

∂f(x̃)

∂x1

∣

∣

∣
ǫ(x̃1) =

∣

∣

∣

∂f(x̃)

∂x2

∣

∣

∣
ǫ(x̃2) = . . . =

∣

∣

∣

∂f(x̃)

∂xn

∣

∣

∣
ǫ(x̃n). (1.24)

Potom

ǫ(ũ) ≈
n

∑

i=1

∣

∣

∣

∂f(x̃)

∂xi

∣

∣

∣
ǫ(x̃i) = n

∣

∣

∣

∂f(x̃)

∂xi

∣

∣

∣
ǫ(x̃i), i = 1, 2, . . . , n. (1.25)

Odtial’ dostávame

ǫ(x̃i) ≈
ǫ(ũ)

n|∂f(x̃)/∂xi|
. (1.26)

2. Predpokladajme, že chceme aby odhady absolútnych chýb ǫ(x̃i) mali približne
rovnaký vplyv na absolútnu chybu uvažovanej funkcie u = f(x), teda aby platilo

ǫ(x̃1) = ǫ(x̃2) = . . . = ǫ(x̃n). (1.27)

Potom

ǫ(ũ) ≈
n

∑

i=1

∣

∣

∣

∂f(x̃)

∂xi

∣

∣

∣ǫ(x̃i) = ǫ(x̃i)
n

∑

i=1

∣

∣

∣

∂f(x̃)

∂xi

∣

∣

∣, i = 1, 2, . . . , n. (1.28)
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1.3 Chyby poč́ıtačového riešenia

Odtial’ dostávame

ǫ(x̃i) ≈
ǫ(ũ)

∑n
i=1 |∂f(x̃)/∂xi|

. (1.29)

3. Chceme aby odhady relat́ıvnych chýb δ(x̃i) mali približne rovnaký vplyv, teda
aby platilo

ǫ(x̃1)

|x̃1|
=

ǫ(x̃2)

|x̃2|
= . . . =

ǫ(x̃n)

|x̃n|
= k. (1.30)

Potom pre i = 1, 2, . . . , n je ǫ(x̃i) = k|x̃i| a

ǫ(ũ) ≈
n

∑

i=1

∣

∣

∣

∂f(x̃)

∂xi

∣

∣

∣
ǫ(x̃i) = k

n
∑

i=1

∣

∣

∣
x̃i
∂f(x̃)

∂xi

∣

∣

∣
. (1.31)

Odtial’ dostávame

k ≈ ǫ(ũ)
∑n

i=1 |x̃i∂f(x̃)/∂xi|
(1.32)

a pre odhad ǫ(x̃i) plat́ı

ǫ(x̃i) = k|x̃i| ≈
|x̃i|ǫ(ũ)

∑n
i=1 |x̃i∂f(x̃)/∂xi|

. (1.33)

Poznamenajme, že vo všetkých pŕıpadoch sa jedná len o približné riešenie vzhl’adom
na to, že na presné splnenie požiadavky na neprekročenie požadovanej tolerancie je
potrebné použit’ namiesto uvedených parciálnych derivácíı odhady Ki.

Pŕıklad: Majme valec s polomerom podstavy R ≈ 2m a výškou H ≈ 3m. Aké
môžu byt’ maximálne tolerancie ǫ(R̃) a ǫ(H̃), aby objem valca sṕlňal toleranciu ǫ(Ṽ ) =
0, 1m3?

Riešenie: Pre objem valca plat́ı V = πR2H. Označme R̃ = 2m, H̃ = 3m a približnú
hodnotu π označ́ıme p̃ ≈ 3, 14. Potom Ṽ = p̃R̃2H̃. Budeme predpokladat’ že sú splnené
predpoklady pŕıpadu (a) a plat́ı n = 3, x1 = p, x2 = R, x3 = H. Potom pre jednotlivé
tolerancie dostávame

ǫ(p̃) =
ǫ(Ṽ )

3|∂Ṽ /∂p|
=

0, 1

3.12
< 0, 003, (1.34)

ǫ(R̃) =
ǫ(Ṽ )

3|∂Ṽ /∂R|
=

0, 1

3.2.3, 14.2.3
< 8, 85.10−4, (1.35)

ǫ(H̃) =
ǫ(Ṽ )

3|∂Ṽ /∂H|
=

0, 1

3.3, 14.22
< 2, 6543.10−3. (1.36)

(1.37)
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Kapitola 2

Úvod do dynamických systémov

2.1 Dynamické systémy

Dynamický systém Pod dynamickým systémom si môžeme predstavit’ v podstate
akýkol’vek systém vyv́ıjajúci sa v čase, ktorý rob́ı to isté znova a znova a vždy vie, čo
bude robit’ d’alej. Túto širokú defińıciu v d’aľsom zúžime na matematické dynamické
systémy ako matematické modely fyzikálnej reality. Dynamický systém má dve časti:
stavový vektor, ktorý presne popisuje stav nejakého systému, a funkciu (t. j. pravidlo),
ktorá definuje v akom stave bude systém v budúcom časovom okamihu vzhl’adom k
súčasnému stavu.

Stavový vektor Fyzikálne systémy môžu byt’ poṕısané č́ıslami. Napŕıklad, stav lopty
vyhodenej kolmo hore môže byt’ poṕısaný pomocou dvoch č́ısiel: jeho výšky h a rýchlosti
v. Dvojica č́ısiel (h, v) je vektor ktorý úplne popisuje stav lopty a preto sa nazýva sta-
vový vektor systému. Typicky, stavové vektory budeme zapisovat’ ako st́lpcové vektory,
takže presneǰsie stav tohto systému je (h, v)T. V niektorých pŕıpadoch je možné poṕısat’

stav systému pomocou jediného č́ısla. Napŕıklad, uvažujme bankový účet otvorený s
vkladom 100 EUR a s ročným úrokom vo výške 6%. Stav tohto systému v ktoromkol’vek
okamihu je možné poṕısat’ jediným č́ıslom a to zostatkom na účte. V tomto pŕıpade,
stavový vektor má iba jednú zložku. Na druhej strane, niektoré dynamické systémy
vyžadujú na popis obrovské množstvo č́ısiel. Napŕıklad, dynamický systém ktorý mo-
deluje globálne počasie môže mat’ milióny premenných, ktoré popisujú teplotu, tlak,
rýchlost’ vetra, a tak d’alej, v množstve bodov mapy celej zemegule. Napriek extrémnej
zložitosti, na stav systému sa môžeme jednoducho pozerat’ ako na zoznam č́ısiel, teda
vektor, ktorý budeme označovat’ napŕıklad x.
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2.1 Dynamické systémy

Stav v d’aľsom okamihu - diskrétny čas Druhá čast’ dynamického systému je
pravidlo, ktoré nám hovoŕı, ako sa systém meńı v čase. Inými slovami, ak máme daný
aktuálny stav systému, pravidlo nám hovoŕı, aký bude stav systému v d’aľsom okamihu.
V pŕıpade účtu poṕısaného vyššie, bude d’aľśı okamih o rok neskôr, ked’že úroky sú
vyplácané len raz ročne, a teda čas je diskrétny. Pre bankový účet je l’ahké definovat’

dynamické pravidlo, ktoré bude menit’ stav systému z jedného okamihu na stav systému
v d’aľsom okamihu:

x(k + 1) = 1.06x(k), (2.1)

kde k predstavuje diskrétny čas a x(k) stav systému v čase k. Pre úplný popis systému
však potrebujeme poznat’ aj počiatočný stav x(0) a teda, v našom pŕıpade, úplný popis
systému má tvar

x(k + 1) = 1.06x(k), (2.2)

x(0) = 100. (2.3)

Obyčajne zač́ıname v čase k = 0 a počiatočný stav zapisujeme x0 = x(0). Potom stav
bankového účtu v d’aľśıch rokoch môžeme vyjadrit’ v tvare

x(k) = (1.06)kx0. (2.4)

Je zrejme, že táto všeobecná rovnica (2.4) sṕlňa obidve predchádzajúce rovnosti, teda
počiatočnú podmienku ak dosad́ıme k = 0, t. j. x(0) = (1.06)0x0 = x0, a taktiež pre
k + 1 dostávame x(k + 1) = (1.06)k+1x0 = (1.06)(1.06)kx0 = (1.06)x(k).

Stav v d’aľsom okamihu - spojitý čas Na rozdiel od bankových účtov, ktoré sa
menia len raz za rok alebo v iných diskrétnych cykloch, zmeny mnohých systémov je
lepšie poṕısat’ v spojitom čase. Zoberme si už spomenutý pŕıklad hodu loptou nahor.
Jej okamžitý stav je daný jeho stavovým vektorom x = (h, v)T. Nemá však zmysel
sa pýtat’ aký bude jej stav v d’aľsom okamihu, ked’že čas bež́ı spojite. Pre spojite sa
meniaci čas budeme použ́ıvat’ označenie t, namiesto k, a t bude nezáporné reálne č́ıslo
zvyšujúce sa od hodnoty t = 0. Vzhl’adom k tomu, že nemôžeme naṕısat’ pravidlo
pre ”d’aľśı”časový okamih, budeme popisovat’ ako sa systém meńı v danom okamihu.
Ak naša lopta má vertikálnu rýchlost’ v, potom vieme, že dh/dt = v, čo je defińıcia
rýchlosti. Ďalej, gravitácia t’ahá loptu dole a preto máme dv/dt = −g, kde g je kladná
konštanta. Teda zmeny v systéme môžeme poṕısat’ závislost’ami

h′(t) = v(t)

v′(t) = −g, (2.5)

19



2.2 Pŕıklady dynamických systémov

čo môžeme preṕısat’ do maticového tvaru

x′ = f(x), (2.6)

kde x(t) =
(

h(t)
v(t)

)

, f(x) = Ax+ b, A = ( 0 1
0 0 ) a b =

(

0
−g

)

.

Vyššie uvedený tvar rovnice (2.6) plat́ı pre všetky dynamické systémy spojite sa
meniace s časom. Majú stavový vektor x(t) ∈ Rn a funkcia f : Rn → Rn definuje ako
rýchlo sa jednotlive zložky menia, t. j. x′(t) = f(x(t)), alebo stručneǰsie x′ = f(x).

Vrát’me sa k nášmu pŕıkladu a predpokladajme, že lopta je za začiatku vo výške h0

a má vertikálnu rýchlost’ v0, teda x0 =
(

h0
v0

)

. Dá sa l’ahko overit’, že rovnice

h(t) = h0 + v0t−
1

2
gt2, (2.7)

v(t) = v0 − gt (2.8)

popisujú pohyb lopty a teda sṕlňajú diferenciálne rovnice (2.5).
Dynamické systémy budeme rozlǐsovat’ na autonómne a neautonómne. Autonómne

sú také, pre ktoré platia pre diskrétny a spojitý čas rovnice

x(k + 1) = f(x(k)), (2.9)

dx

dt
= f(x(t)) (2.10)

a neutonómne sú také, pre ktoré platia rovnice

x(k + 1) = f(x(k,x(k))), (2.11)

dx

dt
= f(x(t,x(t))). (2.12)

2.2 Pŕıklady dynamických systémov

2.2.1 Mechanický oscilátor

Prvý pŕıklad dynamického systému v spojitom čase je vodorovný pohyb telesa upev-
neného k stene pomocou ideálnej pružiny (mechanický oscilátor) so zanedbańım trenia
(vid’ obr. 2.1). Stav tohto systému je určený dvoma hodnotami: vzdialenost’ou telesa
od neutrálnej polohy x a jeho rýchlost’ou pohybu do pravej strany v. Pre x = 0 bu-
deme predpokladat’, že pružina nie je ani natiahnutá, ani stlačená a nepôsob́ı na teleso
žiadnou silou. Ked’ teleso vychýlime z tejto neutrálnej polohy doprava (x > 0), pružina
bude t’ahat’ teleso spät’ vl’avo. Naopak, ked’ teleso vychýlime vl’avo (x < 0), pružina
ho bude t’ahat’ doprava. Za predpokladu, že máme k dispoźıcíı ideálnu pružinu, sila F
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2.2 Pŕıklady dynamických systémov

v

x

Obr. 2.1: Vodorovný pohyb telesa upevneného k stene pomocou ideálnej pružiny so zaned-
bańım trenia.

pôsobiaca na teleso v polohe x je −kx, kde k je kladná konštanta. Znamienko mı́nus vy-
jadruje fakt, že sila pôsob́ı proti smeru posunutia. Z Newtonovho zákona plat́ı F = ma,
kde m je hmotnost’ telesa a a = dv/dt je zrýchlenie. Po dosadeńı F = −kx dostávame

v′ = − k

m
x. (2.13)

Z defińıcie d’ajej plat́ı

x′ = v. (2.14)

Ak pre jednoduchost’ polož́ıme k = m = 1 a skombinujeme vyššie uvedené rovnice,
dostávame

y′ = Ay, (2.15)

kde A =
(

0 1
−1 0

)

a stavový vektor y = ( x
v ). Predpokladajme, že teleso zač́ına pohyb zo

stavu y0 = ( x0
v0 ) = ( 1

0 ). Potom môžeme tvrdit’, že vzt’ah

y(t) =
(

cos(t)
− sin(t)

)

(2.16)

popisuje pohyb telesa v budúcom čase. Toto tvrdenie môžeme overit’ následovne. Po-
trebujeme overit’ (A) že y0 = ( 1

0 ) a (B) že y sṕlňa rovnice (2.15). (A) oveŕıme tak, že
jednoducho dosad́ıme t = 0 do rovnice (2.16) a dostávame

y(0) =
(

cos(0)
− sin(0)

)

= ( 1
0 ) = y0. (2.17)

Pre overenie (B), zderivujme

y′(t) =
(

cos(t)
− sin(t)

)′

=
(

− sin(t)
− cos(t)

)

=
(

0 1
−1 0

)

(

cos(t)
− sin(t)

)

= Ay(t). (2.18)

21



2.2 Pŕıklady dynamických systémov
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Obr. 2.2: Jednoduché kyvadlo.

Z riešenia x(t) = cos(t) vid́ıme, že teleso sa bude pohybovat’ dopredu a naspät do ne-
konečna, čo samozrejme nie je fyzikalne realistické a je dôsledkom úplného zanedbania
trenia.

2.2.2 Jednoduché kývadlo

Uvažujme ideálne kyvadlo, ako je znázornené na obr. 2.2. Nech jeho hmotnost’ je m
a nech je pripevnené k pevnému čapu tuhou tyčou d́lžky L. Stav tohto dynamického
systému môže byt’ poṕısaný dvoma hodnotami: uhlom θ, ktorý kyvadlo zviera s ver-
tikálnou osou, a rýchlost’ou otáčania ω (merané, povedzme, v radiánoch za sekundu). Z
defińıcie plat́ı ω = dθ/dt. Gravitácia t’ahá kyvadlo kolmo dole silou mg. Táto sila môže
byt’ rozložená na dve zložky: jednu paralelnú k tyči a jednu kolmú. Zložka pôsobiaca
paralelne s tyčou nemá vplyv na to, ako sa kyvadlo pohybuje a zložka kolmá na tyč
má vel’kost’ mg sin(θ).

V d’aľsom potrebujeme dat’ do súvisu zrýchlenie a so stavovou premennou θ. Ked’že
vzdialenost’ s pozd́lž oblúka kyvadla je Lθ, a plat́ı a = s′′, dostávame a = (Lθ)′′. Z
toho vyplýva, že ω′ = a/L = (ma)/(mL) = −(mg sin(θ))/(mL) = −(g/L) sin(θ), čo
môžeme zhŕnut’ do rovńıc

θ′(t) = ω(t),

ω′(t) = − g

L
sin(θ(t)). (2.19)
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2.2 Pŕıklady dynamických systémov

Poznamenajme, že znamienko mı́nus odráža fakt, že ked’ θ > 0, tak pôsobiaca sila sa
snaž́ı vrátit’ kyvadlo naspät’ do vertikálnej polohy. Ak označ́ıme stavový vektor x = ( θ

ω ),
potom rovnice (2.19) môžeme zaṕısat’ v tvare

x′ = f(x), (2.20)

kde f : R2 → R2 je definovaná ako

f ( x
y ) =

(

y
− g

L
sin(x)

)

. (2.21)

Nanešt’astie, na rozdiel od pŕıpadu mechanického oscilátora, v pŕıpade kyvadla nie
je možné vyjadrit’ presné riešenie pre popis jeho pohybu, t. j. riešenie rovńıc (2.19).
Napriek tomu, predstavu o jeho správańı môžeme źıskat’ pomocou lineárnej aproximácie
a numerických metód.

Lineárna aproximácia

Problémom pre źıskanie presného riešenia je nelineárny tvar funkcie (2.21). Avšak v
pŕıpade, že uhlový výkyv kyvadla je vel’mi malý, tak sin(θ) ≈ θ, ked’že plat́ı

lim
θ→0

sin(θ)

θ
= 1. (2.22)

Potom ak v rovniciach (2.19) nahrad́ıme sin(θ) premennou θ, môžeme ich preṕısat’ v
tvare

( θ
ω )

′ =
(

0 1
− g

L
0

)

( θ
ω ) . (2.23)

Ak polož́ıme L = g (teda predpokladáme že d́lžka kyvadla je 9.8 m), potom rov-
nice (2.23) sú identické s rovnicami (2.18) a teda riešeńım bude sinusoidálna zmena
uhla striedavo do jednej a do druhej strany.

Numerické riešenie

Niektoré systémy diferenciálnych rovńıc (napr. rovnice (2.18)) môžu byt’ vyriešené
presne analytickými metódami, zatial’ čo iné (napr. rovnice (2.20))nemôžu byt’ vy-
riešené. V takom pŕıpade sú užitočné numerické metódy. Jednotlivými metódami rieše-
nia systémov diferenciálnych rovńıc sa budeme bližšie zaoberat’ v následujúcich kapi-
tolách. Viaceré sofistikované metódy sú implementované v niektorých programovaćıch
prostrediach, ako napr. Matlab, Octave, Maple, Mathematika alebo Mathcad. Pre
ilustráciu si uvedieme pŕıklady numerických riešeńı v prostred́ı Octave pre niektoré
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2.2 Pŕıklady dynamických systémov

0 10 20 30
−0.4

−0.2

0

0.2

0.4

t

θ(t) ω(t)

(a) θ0 = 1/10π, ω0 = 0

0 10 20 30
−3

−2

−1

0

1

2

3

t

ω(t)

θ(t)

(b) θ0 = 9/10π, ω0 = 0

0 10 20 30
0

5

10

15

20

25

t

θ(t)

ω(t)

(c) θ0 = 0, ω0 = 2

Obr. 2.3: Časový vývoj pohybu kyvadla pre počiatočné hodnoty (θ0, ω0): (a) (1/10π; 0), (b)
(9/10π; 0), a (c) (0; 2). Plné čiary reprezentujú hodnoty θ a bodkované hodnoty ω.

počiatočné podmienky, ktoré vedú ku kvalitat́ıvne rozdielnemu správaniu systému. Pre
jednoduchost’ položme g = L = 9, 8, takže náš systém (2.20) má tvar

( θ
ω )

′ = (
ω

− sin(θ) ) . (2.24)

1. Začnime počiatočnou podmienkou x0 =
(

θ(0)
ω(0)

)

=
(

0,1
0

)

. Znamená to, že ky-

vadlo vychýlime o maličký uhol od vertikálnej polohy. Výsledok je znázornený na
obr. 2.3(a). Všimnime si, že výsledné krivky vyzerajú úplne rovnako ako śınusové
a kośınusové vlnovky, źıskané lineárnou aproximáciou diskutovanou vyššie.
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2.2 Pŕıklady dynamických systémov

2. Ďalej vyskúšajme vychýlit’ kyvadlo o vel’ký uhol. V pŕıpade θ ≈ 3 je kyvadlo na
počiatku v polohe takmer vertikálne nahor a riešenie je znázornené na obr. 2.3(b).
Krivky sú śıce periodické, avšak nie śınusovky ako v pŕıpade (1).

3. Nakoniec, začnime pohyb z polohy kedy kyvadlo viśı rovno dole (θ = 0), ale
dostane silný počiatočný impulz (ω = 2). Výsledkom je situácia zobrazená na
obr. 2.3(c). Prekvapujúco, kyvadlo nevykonáva periodický pohyb, ale uhol vychy-
lenia sa neustále zväčšuje. Znamená to, že kyvadlo sa neustále otáča v rovnakom
smere (všimnite si, že uhol je vždy kladný) a tak sa kyvadlo otáča stále dookola.
Je zauj́ımavé si všimnút’, že kyvadlo strávi väčšinu svojho času v bĺızkosti zvislej
polohy, kedy sa pohybuje najpomaľsie.

2.2.3 Množenie populácie baktéríı

Majme nádobu naplnenú výživnou zmesou v ktorej sa nachádzajú baktérie. Postupom
času sa baktérie množia (deleńım) a odumierajú. Nech b je rýchlost’ s akou sa baktérie
reprodukujú a p je rýchlost’ ktorou odumierajú. Potom populácia rastie rýchlost’ou
b − p. To znamená, že ak v nádobe máme x baktéríı, tak ich počet sa meńı podl’a
vzt’ahu (b − p)x, a teda zmenu počtu bakréríı môžeme vyjadrit’ vzt’ahom dx/dt = rx,
kde r = b− p. Ak začneme v čase t = 0 s x0 baktériami, tak riešenie tejto jednoduchej
diferenciálnej rovnice môžeme vyjadrit’ v tvare

x(t) = x0e
rt. (2.25)

V krátkodobom horizonte to dáva zmysel. Vzorec hovoŕı, že na začiatku je x0 baktéríı
a potom ich počet rastie exponenciálne. Avšak, s plynut́ım času sa počet baktéríı
zväčš́ı tak, že prekroč́ı aj počet atómov vo vesmı́re, čo znamená, že jednoduchý model
dx/dt = rx nie je realistický z dlhočasového hl’adiska. Reálneǰśı model je taký, v ktorom
budeme uvažovat’, že baktérie so zvýšujúcou sa reprodukciou si budú navzájom uberat’

životný priestor, budú produkovat’ toxické splodiny, atd’., a teda má zmysel uvažovat’, že
ich úmrtnost’ nebude konštantná, ale sa bude zvyšovat’ s početnost’ou populácie. Opät’

predpokladajme konštantnú rýchlost’ rozmnožovania b, takže ak máme x baktéríı, tak
rýchlost’ ich rozmnožovania je bx. Teraz miesto konštantnej umrtnosti predpokladajme,
že je úmerná populácíı, teda px. V takom pŕıpade, ak máme x baktéríı, tak rýchlost’

ich odumierania je px2. Kombináciou týchto faktorov dostávame dynamický systém

dx

dt
= bx− px2. (2.26)

Toto je diferenciálna rovnica, ktorú vieme riešit’ analyticky a jej riešenie je v tvare

x(t) =
x0be

bt

(b− px0) + px0ebt
. (2.27)
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Nájst’ analytické riešenie diferenciálnych rovńıc je však často t’ažké, alebo aj nemožné,
a preto v d’aľsom skúsme sa pozriet’, čo z rovnice (2.26) dokážeme učit’ priamo, bez
toho aby sme poznali jej analytické riešenie. Položme si otázku, či existuje pre tento
model samoudržatel’ná populácia. Inými slovami, hl’adajme také č́ıslo x̃, pre ktoré plat́ı
bx̃−px̃2 = 0. Splnenie tejto podmienky znamená, že miery rozmnožovania a úmrtnosti
sú presne v rovnováhe a (pretože pre x̃ je dx/dt = 0) populácia ani nenarastá ani
neklesá, teda je samoudržatel’ná. Ak polož́ıme pravú stranu rovnice (2.26) rovnú nule,
dostaneme

dx

dt
= bx− px2 = 0 ⇒ x = 0 alebo x =

b

p
. (2.28)

Dostávame teda dve riešenia pre samoudržatel’nú populáciu, x̃ = 0 a x̃ = b
p
, ktoré

odpovedajú dvom koreňom kvadratickej rovnice bx − px2 = 0. To je rovnica paraboly
a jej graf je znázornený na obr. (2.4). Uvažujme najprv riešenie x̃ = 0. Samozrejme,
že takáto populácia je samoudržatel’ná, ked’že nie sú žiadne baktérie a teda nemôžu sa
ani rozmnožovat’ ani odumierat’. Avšak, aj sebemenšia kontaminácia (x > 0, ale menšie
ako b

p
) spôsob́ı že dx

dt
= bx − px2 > 0 (pozrime si graf na obr. 2.4). To znamená, že

sa počet baktéríı začne zvyšovat’, akonáhle bola nádoba kontaminovaná. Rovnovážna
hodnota x̃ = 0 je nestabilná, aj maličké perturbácie túto rovnováhu zničia1.

Na druhej strane, uvažujme riešenie za x̃ = b
p
. Na tejto populačnej úrovni sa baktérie

množia rýchlost’ou bx̃ = b(b/p) = b2/p a odumierajú rýchlost’ou px̃2 = p(b/p)2 = b2/p,
a teda miera množenia a úmrtnosti sú presne v rovnováhe. Ale uvažujme čo sa stane v
pŕıpade, že populácia x je mierne nad alebo tesne pod úrovňou x̃ = b

p
. Ak x je mierne

nad b
p
, vid́ıme, že dx/dt je záporná (pozrite si graf na obr. 2.4), a preto počet baktéríı

klesne spät’ na úroveň b
p
. Naopak, ak je x je mierne nižšia než b

p
, môžeme vidiet’, že

dx/dt je kladné a teda populácia bude inklinovat’ k zvýšeniu spät’ na úroveň b
p
. Vid́ıme,

že b
p
je rovnovážna hodnota a aj malé odchýlky od b

p
sa samovol’ne vratia spät’ na

úroveň b
p
2.

Vrát’me sa ešte k analytickému riešeniu (2.27). Môžeme pozorovat’ že ak x0 je
l’ubovol’né kladné č́ıslo, tak x(t)→ b

p
pre t→∞. To len potvrdzuje naše úvahy uvedené

vyššie, t. j. že systém konverguje k stabilnému pevnému bodu b
p
.

2.2.4 Dravec a korist’

V predchádzajúcej časti sme uvažovali jednoduchý model biologického systému zahŕňa-
júci iba jeden druh. Teraz budeme uvažovat’ zložiteǰśı model, do ktorého vstupujú

1Pŕıklad toho, čo nazývame nestabilný pevný bod.
2Pŕıklad toho, čo nazývame stabilný pevný bod.
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x

dx
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Obr. 2.4: Grafické znázornenie časovej zmeny stavu mikróbov dx/dt ako funkcie ich stavu
x. Stav x̃ = 0 predstavuje nestabilný a x̃ = b/p stabilný rovnovážny stav.

dva druhy. Prvý (korist’) môže byt’ reprezentovaný napŕıklad nejakým bylinožravcom
(povedzme zajace), ktorého populácia v čase t je r(t). Druhý (predátor) sa živ́ı korist’ou
(povedzme, že sú to vlci) a ich populácia v čase t je w(t).

Ak je populácia zajacov izolovaná, tak sa budú reprodukovat’ rýchlost’ou dr/dt = ar,
kde a je nejaká kladná konštanta. Na druhej strane, izolovaná populácia vlkov bude
bez zajacov (svojej potravy) hladovat’ a ich populácia bude klesat’ rýchlost’ou: dw/dt =
−bw, pre nejaké b > 0.

Avšak, ak dáme do toho istého prostredia vlkov aj zajacov, tak vlci začnú požierat’

zajacov s očakávanými účinkami na každú populáciu: vlkov bude viac a zajacov menej.
Predpokladajme, že máme w vlkov a r zajacov. Aká je pravdepodobnost’, že vlk zožerie
zajaca? Č́ım je viac vlkov alebo zajacov, tým je väčšia pravdepodobnost’ ich stretu. Z
tohto dôvodu môžeme predpokladat’, že úhyn zajacov ako aj nárast populácie vlkov
bude úmerný rw. Tieto zmeny v populáciách môžeme vyjadrit’ následovne3:

dr

dt
= ar − grw,

dw

dt
= −bw + hrw, (2.29)

kde a, b, g, h sú kladné konštanty. Tieto rovnice môžeme preṕısat’ do tvaru x′ = f(x),
kde x = ( r

w ), a f ( r
w ) =

(

ar−grw
−bw+hrw

)

.
Približné riešenie sústavy týchto diferenciálnych rovńıc môžeme nájst’ numericky,

povedzme v prostred́ı Octave použit́ım pŕıkazu lsode. Napŕıklad, nech a = 0, 2; b =

3Klasický model ekologického systému autorov Lotka a Volterra.
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Obr. 2.5: (a) Časová zmena populácíı vlka (plná krivka) a zajaca (bodko-čiarkovaná krivka).
(b) Fázový diagram modelu korist’-dravec, kde x-ová os predstavuje populáciu dravca (vlkov)
a y-ová os stav polulácie koristi (zajacov).

0, 1; g = 0, 002;h = 0, 001; r0 = 50, a w0 = 10. Pri pohl’ade na výsledky na obr. 2.5(a)
môžeme vidiet’, že populácie zajaca a vlka v čase koĺı̌su. Ich správanie je periodické -
približne každých 9 časových jednotiek sa vzor opakuje. Ak je málo vlkov, tak stúpa
populácia zajacov. Tým však zároveň rastie potrava pre vlkov, ktorých populácia začne
rást’. Ale ako populácia vlkov stúpa, vlci vo vel’kom požierajú zajacov a ich populácia
začne výrazne klesat’. To spôsob́ı, že potrava pre vlkov začne byt’ nedostupná a tak
pre zmenu začne klesat’ populácia vlkov. Nakoniec, ked’ je počet vlkov dostatočne malý
začne sa zotavovat’ populácia zajacov a cyklus zač́ına odznova.

Cyklickú povahu tohto procesu môžeme najlepšie pozorovat’ vykresleńım správania
sa populácíı zajaca a vlka do jedného grafu, kde na osi x vynášame počet zajacov a
na os y počet vlkov (vid’ obr. 2.5(b)). Každý bod na krivke predstavuje stav systému.
Krivka sa nazýva fázový diagram a v plnom rozsahu predstavuje celý pŕıbeh o tom, ako
systém postupuje. Stav systému je reprezentovaný bodom, ktorý putuje proti smeru
hodinových ručičiek pozd́lž krivky.
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Kapitola 3

Riešenie sústav obyčajných
diferenciálnych rovńıc

3.1 Úvod

Diferenciálne rovnice, kde sú podmienky uvedené iba na jednom konci oblasti nezávislej
premennej nazývame počiatočné úlohy (PÚ) alebo tiež Cauchyho úlohy. PÚ sú zvyčajne
spojené s časovým vývojom dynamického systému z daného počiatočného stavu. V tejto
kapitole poṕı̌seme niektoré numerické techniky použ́ıvané pri riešeni PÚ. Jednotlivé
techniky zahŕňajú jednokrokové a viackrokové metódy, ako aj explicitné a implicitné
schémy.

3.2 Počiatočné úlohy pre obyčajné diferenciálne rov-

nice

Problém PÚ pre obyčajné diferenciálne rovnice pozostáva z obyčajnej diferenciálnej
rovnice premennej x(t), t ∈ [a, b]1

dx

dt
= f(t, x) (3.1)

spolu s počiatočnou podmienkou

x(a) = α, (3.2)

kde f(t, x) a α sú dané. Počiatočná podmienka slúži na jednoznačné určenie riešenia
(ak existuje), ktoré je ináč určené až na integračnú konštantu.

1Nezávislou premennou je obyčajne čas a preto ju budeme označovat’ t.
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3.2 Počiatočné úlohy pre obyčajné diferenciálne rovnice

Podobný problém môžeme riešit’ aj pre pŕıpad sústavy rovńıc, kde x(t) = (x1, x2, ...
xn) a f(t,x) = (f1(t,x), f2(t,x), ..fn(t,x))

dx

dt
= f(t,x) (3.3)

s počiatočnou podmienkou

x(a) = (α1, α2, ..., αn). (3.4)

Tvar zápisu diferenciálnych rovńıc (3.1), resp. (3.3) nazývame dynamický tvar.
PÚ vyššieho rádu môžu byt’ pretransformované do systému PÚ prvého rádu.

Napŕıklad, problém stanovenia funkcie x(t) sṕlňajúcej

d2x

dt2
= −ω2x (3.5)

s počiatočnými podmienkami

x(0) = x0,
dx

dt

∣

∣

∣

0
= 0 (3.6)

môže byt’ pretransformovaný do nasledovného systému dvoch PÚ prvého rádu

dx1

dt
= x2, (3.7)

dx2

dt
= −ω2x1, (3.8)

s počiatočnými podmienkami

x1(0) = x0, x2(0) = 0. (3.9)

Lipschitzova podmienka Nech f(t,x) je reálna vektorová funkcia n+ 1 reálnych
premenných t, x1, x2, . . . , xn, ktorá je definovaná a spojitá na množine M= [a, b] × Rn

a PÚ daná v tvare

x′(t) = f(t,x(t)), t ∈ [a, b] (3.10)

x(a) = x0. (3.11)

má na [a, b] práve jedno riešenie. Potom funkcia f(t,x) sṕlňa na množine M Lipschitzovu
podmienku, ak existuje taká konštanta L > 0, že plat́ı

‖f(t,x)− f(t,y)‖ ≤ L ‖x− y‖ (3.12)
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3.2 Počiatočné úlohy pre obyčajné diferenciálne rovnice

pre ∀t ∈ [a, b] a ∀x,y, kde ‖.‖ je norma v priestore Rn (pre n = 1 je to absolútna
hodnota).

Lipschitzova podmienka spolu so spojitost’ou funkcie f(t,x) zaručujú na množine
M existenciu a jednoznačnost’ riešenia PÚ na celom [a, b]. K tomu postačuje aby na M
existovali spojité a ohraničené parciálne derivácie ∂fi

∂xj
, i, j = 1, 2, . . . , n.

Pŕıklad: Majme PÚ

x′ =
1

1 + x2
, x(a) = x0. (3.13)

Ukážme, že táto PÚ má na l’ubovol’nom intervale [a, b] práve jedno riešenie.
Riešenie: Máme teda f(t, x) = 1

1+x2 , x ∈ R. Je zrejmé, že f je spojitá. Využijúc
vetu o strednej hodnote dostávame

f(t, x)− f(t, y) =
∂f(t, ξ)

∂x
(x− y), (3.14)

kde ξ ∈ (x, y) a ∂f
∂x

= − 2x
(1+x2)2

. Na splnenie Lipschitzovej podmienky stač́ı aby existo-

valo také L že |∂f/∂x| ≤ L pre ∀t, x ∈ R. Vyšetreńım priebehu funkcie |∂f/∂x| zist́ıme
že má maximum v bode x0 = 3

√
3/8. Funkcia f(t, x) = 1

1+x2 teda sṕlňa Lipschitzovu

podmienku s konštantou L = 3
√
3/8 a teda PÚ má jediné riešenie na l’ubovol’nom

intervale [a, b].

3.2.1 Podmienenost’

Pod podmienenost’ou PÚ budeme rozumiet’ vplyv nepresnost́ı a rôznych perturbácíı vo
vstupných dátach, ako napr. chyby merania počiatočnej hodnoty x0 alebo aproximáciu
funkcie f , na výstupné dáta. Uvažujme jednoduchý pŕıpad ked’ PÚ je daná lineárnou
diferenciálnou rovnicou

x′ = p(t)x+ q(t), (3.15)

kde p, q sú funkcie spojité na [a, b]. Riešenie takejto rovnice vieme vyjadrit’ explicitne
v tvare

x(t) = x0 exp
(

∫ t

a

p(r)dr
)

+

∫ t

a

q(r) exp
(

∫ t

r

p(s)ds
)

dr. (3.16)

Predpokladajme, že počiatočná hodnota je určená s chybou ∆x0 a pravá strana rovnice
f(t, x) = p(t)x+q(t) s chybou δ(t). Dostávame tak porušenú úlohu a jej riešenie v tvare

x̃(t) = (x0 +∆x0) exp
(

∫ t

a

p(r)dr
)

+

∫ t

a

[q(r) + δ(r)] exp
(

∫ t

r

p(s)ds
)

dr. (3.17)
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3.3 Numerické metódy riešenia

V pŕıpade, že ∂f(t,x)
∂x

= p(t) < 0 je vplyv porúch slabý a také PÚ sa nazývajú stabilné.

PÚ je dobre podmienená ak pre absolútnu odchýlku riešenia presnej a porušenej PÚ
plat́ı:

|x(t)− x̃(t)| ≤M |∆x0|+N

∫ t

a

|δ(r)|dr, (3.18)

kde M ≤ 1, N ≤ 1.
V pŕıpade že ∂f(t,x)

∂x
= p(t) ≥ 0, chybu môžeme odhadnút’ rovnakým spôsobom,

avšak hodnoty M,N budú vo všeobecnosti väčšie ako 1.
Ked’ PÚ je daná nelineárnou diferenciálnou rovnicou, jej stabilita je taktiež určená

znamienkom ∂f(t,x)
∂x

, avšak v tomto pŕıpade už nie je len funkciou t ale aj x. Situácia
je komplikovaneǰsia v pŕıpade sústavy rovńıc, ktorá môže mat’ stabilné aj nestabilné
zložky. Stabilita však nemuśı byt’ podstatná pre vel’kost’ relat́ıvnej chyby, ako si to
ukážeme v následujúcom pŕıklade.

Pŕıklad: Dá sa l’ahko overit’ že x(t) = exp(λt) je riešeńım PÚ x′ = λx, x(0) = 1
pre t ∈ R. Preskúmajte vplyv poruchy v počiatočnej podmienke na stabilitu a presnost’

riešenia.
Riešenie: Riešeńım porúšenej úlohy x̃′ = λx̃, x̃(0) = 1+ ǫ je x̃(t) = (1 + ǫ) exp(λt).

Pre absolútnu chybu plat́ı x̃(t) − x(t) = ǫ exp(λt), čo znamená že absolútna chyba sa
zosilňuje pre λ > 0 a zoslabuje pre λ < 0. Avšak, relat́ıvna chyba (x̃(t)− x(t))/x(t) =
ǫ exp(λt)/ exp(λt) = ǫ je konštatná aj pre nestabilný pŕıpad.

3.3 Numerické metódy riešenia

Numerické metódy riešenia PÚ sú užitočné v pŕıpadoch, kedy analytické riešenie bud’

vôbec nie je možné źıskat’ alebo je pŕılǐs komplikované a nepraktické. V d’aľsom sa
obmedźıme na pŕıpad riešenia jednej diferenciálnej rovnice, avšak spôsob riešenia je
možné mechanicky zovšeobecnit’ na systém viacerých rovńıc.

Všeobecný postup riešenia PÚ môžeme stručne naznačit’ v následovných bodoch:

• diskretizácia premenných - generuje sa množina bodov t0 = a, t1, t2, . . . (uzly
siete) a riešenia v nich x(t0), x(t1), x(t2), . . . sa aproximujú hodnotami x0, x1, x2, . . .,

• vytvorenie siete - vol’ba kroku hn = tn+1−tn > 0, pričom ak hn ≡ h dostávame
siet’ s konštantným a v opačnom pŕıpade premenným krokom,

• rekurentný vzt’ah - aproximácia xn v tn sa poč́ıta z hodnôt vypoč́ıtaných v
predchádzajúcich krokoch (uzloch siete) pomocou rekurentného vzt’ahu,
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3.3 Numerické metódy riešenia
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Obr. 3.1: Grafické znázornenie Eulerovej metódy.

• k-kroková metóda - ak xn+1 je vyjadrené pomocou xn, xn−1, . . . , xn−k+1, potom
hovoŕıme o k-krokovej metóde,

• diferenčné metódy - metódy založené na vyššie oṕısanom postupe sa nazývajú
diferenčné metódy.

3.3.1 Eulerova metóda

Uvažujme PÚ

x′(t) = f(t, x), a ≤ t ≤ b, x(a) = α. (3.19)

Ddefinujme siet’ove uzly tn, n = 0, 1, 2, ...N rozmiestnené na [a, b] s premenným kro-
kom hn = tn+1 − tn > 0. Hodnota xn+1 sa poč́ıta extrapoláciou z hodnoty xn v
predchádzajúcom uzle a na intervale [tn, tn+1] sa riešenie aproximuje priamkou, ktorá
prechádza bodom (tn, xn) a má smernicu x′

n = f(tn, xn). Potom rovnica takejto priamky
je

x = xn + (t− tn)f(tn, xn) (3.20)

a pre t = tn+1 dostávame rekurentný vzt’ah

xn+1 = xn + hnf(tn, xn), n = 0, 1, . . . (3.21)
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3.3 Numerické metódy riešenia

Je to jednokroková metóda a jej geometrický zmysel je následujúci. Riešenie x(t) je na
[tn, tn+1] aproximované úsečkou so smernicou v začiatočnom bode intervalu a postupuje
v tomto smere o celý krok hn bez ohl’adu na zmeny smerového pol’a na tomto úseku,
čo znamená nárast chyby v každom kroku. Takto postupujeme cez celý interval a
dostávane tzv. Eulerovu lomenú čiaru.

Na Eulerovu metódu sa tiež môžeme pozerat’ ako na aproximáciu hodnoty x(tn+1) =
x(tn + hn) pomocou Taylorovho polynómu 1. stupňa v bode tn:

x(tn+1) ≈ x(tn) + hnx
′(tn) = x(tn) + hnf(tn, x(tn)). (3.22)

Nakoniec, rekurentný vzt’ah môžeme tiež dostat’ z aproximačnej rovnice, ktorou na-
hrad́ıme pôvodnú diferenciálnu rovnicu (3.19) diferenčnou s doprednou diferenciou

xn+1 − xn

hn

≈ f(tn, xn), n = 0, 1, . . . . (3.23)

Algoritmus Eulerovej metódy s konštantným krokom h ≡ hn

Vstup: a, b, f(t, x), α,N
Polož́ıme h = (b− a)/N ; t = a, x0 = α.
Pre n = 0, 1, 2, ..., N − 1 vypoč́ıtame

tn = a+ nh
xn+1 = xn + hf(tn, xn)

Výstup: t0 = a, t1, . . . , tN = b, x0, x1, . . . , xN .

3.3.2 Chyby numerického riešenia

Z predchádzajúceho výkladu by sa dalo intuit́ıvne očakávat’, že chyba Eulerovej metódy
by sa mala so zmenšujúcim sa krokom hn tiež zmenšovat’. Ak zanedbáme zaokruhl’ovaciu
chybu, tak je tomu naozaj tak. Zároveň tym však vzrastie počet uzlov siete, v ktorých
potrebujeme poč́ıtat’ hodnoty f(xn, tn). Zvýši sa tým pracnost’ výpočtu a preto by sme
chceli použit’ také metódy, pri ktorých by celková chyba klesala so zmenšujúcim sa
krokom h̄ = maxhn čo najrychleǰsie, napr. ako mocnina h̄p s dostatočne vel’kým p.

Lokálna diskretizačná chyba

Lokálna diskretizačná chyba dn na intervale [tn, tn+1] je nepresnost’, ktorej sa dopustime
pri výpočte xn+1 na jednom kroku, t. j. lokálne, za predpokladu, že všetky hodnoty
xj, potrebné k výpočtu xn+1 sú presné a že sa neprejavujú zaokruhl’ovacie chyby. Ináč
povedané, je to nepresnost’ s ktorou hodnoty teoretického riešenia spl’̌najú rekurentný
vzt’ah

x(tn+1) = x(tn) + hnf(tn, x(tn)) + dn. (3.24)
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3.3 Numerické metódy riešenia

Ak predpokladáme, že v tn plat́ı x(tn) = xn, potom pre lokálnu diskretizačnú chybu
dostávame

dn = x(tn+1)− xn+1. (3.25)

Globálna diskretizačná chyba

Globálna diskretizačná chyba en je meŕıtkom toho ako presne aproximuje postupnost’

hodnôt xn presné riešenie a teda

en = x(tn)− xn. (3.26)

Konvergencia metódy

Pri takomto type aproximácie je žiadúce, aby približné riešenie xn v nejakom vhodnom
zmysle pri zmenšovańı kroku h, respekt́ıve h̄ = maxhn pri premennom kroku, konver-
govalo k teoretickému riešeniu x. To by aspoň teoreticky zaručilo, že riešenie danej PÚ
je možné obdržat’ s l’ubovol’nou presnost’ou, ak vynalož́ıme dostatočné úsilie, t. j. ak
zvoĺıme dostatočne malé h̄. Znamená to, že vyžadujeme aby platilo

xn → x(t) pre h→ 0 (3.27)

pri konštantnom kroku a

x(t, h̄)→ x(t) pre h̄→ 0 (3.28)

pri premennom kroku, kde x(t, h̄) je približné riešenie źıskane pri kroku h̄. Ak sú splnené
vyššie uvedené podmienky pre všetky PÚ s funkciami f , kroré sme poṕısali na začiatku,
potom sa jedná o konvergentnú metódu.

Rád metódy

Pri konvergentnej metóde očakávame, že pri každom pevnom n pre h̄ → 0 budú aj
lokálne diskretizačné chyby dn konvergovat’ k nule. Rýchlost’ tejto konvergencie udáva
rád metódy. Rád diferenčnej metódy je najväčšie prirodzené č́ıslo p také, že pre danú
metódu aplikovanú na l’ubovol’nú PÚ s dostatočne hladkým riešeńım plat́ı pri každom
pevnom n a hn → 0 odhad

dn = O(hp+1
n ). (3.29)

Inými slovami, že existuje č́ıslo c, nezávislé od hn také, že pre malé hn plat́ı

|dn| ≤ chp+1
n , (3.30)
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3.3 Numerické metódy riešenia

a teda pre hn → 0 sú lokálne chyby dn rádovo vel’kosti hp+1
n .

Pri jednokrokových metódach sa dá ukázat’, že ak je metóda aspoň 1. rádu, tak
je konvergentná a pre globálnu chybu s dostatočne hladkou pravou stranou f sa dá
dokázat’, že pre h̄→ 0 plat́ı

e(t, h̄) = O(h̄)p. (3.31)

Z tohto dôvodu hovoŕıme, že metóda je p-tého rádu. Vo viackrokových metódach vysoký
rád všeobecne nezaručuje ani malú globálnu chybu ani konvergenciu metódy, avšak u
vel’a metód (vrátane tých, ktoré si uvedieme v d’aľsom) plat́ı to, čo v jednokrokových
metódach.

Pŕıklad: Rád Eulerovej metódy.
Z vyššie uvedeného plat́ı (berúc do úvahy tiež vzt’ah x′(tn) = f(tn, x(tn))) že dis-

kretizačná chyba sa dá vyjadrit’ ako

dn = x(tn+1)− x(tn)− hnx
′(tn). (3.32)

Ak rozvinieme x(tn+1) pomocou Taylorovho polynómu v tn, za predpokladu existencie
druhej derivácie x na intervale [tn, tn+1], dostávane

x(tn+1) = x(tn + hn) = x(tn) + hnx
′(tn) +

1

2
h2
nx

′′(ξ), ξ ∈ [tn, tn+1]. (3.33)

Z toho vyplýva, že

dn =
1

2
h2
nx

′′(ξ), ξ ∈ [tn, tn+1]. (3.34)

Ak je x′′ na [a, b] ohraničená, potom dn = O(h2
n) a teda Eulerova metóda je 1. rádu.

Poznámka: Vyššie uvedené úvahy platia pre PÚ s dostatočne hladkým riešeńım
(x′′ muśı existovat’ a byt’ ohraničená na [a, b]). V opačnom pŕıpade bude konvergencia
pomaľsia a rád metódy nižš́ı.

Zaokruhl’ovacie chyby

Uvažujme Eulerovu metódu s konštantným krokom. Nech ǫ je maximálna zaokruhl’ovacia
chyba na jednom kroku. Pre skutočné hodnoty x∗

n približného riešenia xn plat́ı

x∗
n+1 = x∗

n + hf(tn, x
∗
n) + ǫ, n = 0, 1, . . . . (3.35)

Potom celková zaokruhl’ovacia chyba v nejakom tk bude

kǫ = ǫ(tk − a)/h. (3.36)
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3.3 Numerické metódy riešenia

Z predchádzajúceho vyplýva, že globálna diskretizačná chyba Eulerovej metódy je
|x(t) − x(t, h)| ≈ Kh. Ak skutočne vypoč́ıtaná hodnota je x∗(t, h), tak odhad zao-
kruhl’ovacej chyby môžeme vyjadrit’ ako

|x(t, h)− x∗(t, h)| ≈ ǫ(t− a)/h (3.37)

a celkovú chybu výpočtu ako

|x(t)− x∗(t, h)| ≈ Kh+ ǫ(t− a)/h ≡ g(h). (3.38)

Vyšetrovańım priebehu funkcie g(h) l’ahko zist́ıme, že funkcia nadobúda minimum v
h = h0 =

√

ǫ(t− a)/K a teda celková chyba je minimálna (optimálna) pre hopt ≈
h0. To znamená, že pri d’aľsom zmenšovańı kroku bude celková chyba narástat’ kvôli
narastaniu zaokruhl’ovacej chyby. Pri metódach vyššieho (p-tého) rádu postupujeme
podobne s tým, že člen Kh nahrad́ıme Khp, p > 0. Aby sme však dosiahli vysokú
celkovú presnost’, muśıme dbat’ na to, aby aj druhý člen bol dostatočne malý a teda
muśıme výpočty robit’ s presnost’ou na dostatočne vel’a desatinných miest.

Odhad chyby metódou polovičného kroku - Richardsonova extrapolácia

V pŕıpade ak PÚ riešime diferenčnou metódou p-tého rádu s konštantným krokom h a
úloha má dostatočne hladké riešenie, tak potom je možné globálnu chybu asymptoticky
pre h→ 0 vyjadrit’ v tvare

e(t, h) = a0(t)h
p + a1(t)h

p+1 + . . . , (3.39)

kde koeficienty ai(t) nezávisia na h. Túto vlastnost’ môžeme využit’ na odhad globálnej
diskretizačnej chyby v bode t. Využijúc toho, že e(t, h) = a0(t)h

p + O(hr), r > p,
môžeme postupovat’ podobne ako pri Richadsonovej extrapolácíı poṕısanej v nume-
rických metódach pre spresnenie výpočtu určitého integrálu lichobežńıkovou metódou.
Konkrétne, hodnotu globálnej diskretizačnej chyby e(t, h/2) je možné vyjadrit’ pomo-
cou dvoch hodnôt približného riešenia x(t, h) a x(t, h/2) ako

e(t, h/2) =
x(t, h/2)− x(t, h)

2p − 1
+O(hr), r > p, (3.40)

čo znamená, že pre dostatočne malé h

e(t, h/2) ≈ x(t, h/2)− x(t, h)

2p − 1
. (3.41)

Teda pre odhad chyby potrebujeme len dva odhady riešenia pre rôzne kroky a rád
metódy.

37



3.3 Numerické metódy riešenia

3.4 Jednokrokové metódy

V predchádzajúcom odseku sme poṕısali jednoduchú Eulerovu metódu, ktorá je jed-
nokroková, 1. rádu a lineárna vzhl’adom na f(tn, hn). Je zrejme, že lepšiu aproximáciu
dostaneme, ak sa vzdáme linearity na f(tn, hn). Potom rekurentný vzt’ah pre takúto
všeobecnú jednokrokovú metódu bude mat’ tvar

xn+1 = xn + hnΦ(tn, xn, hn, f), n = 0, 1, . . . , (3.42)

kde Φ(tn, xn, hn, f) je vo všeobecnosti nejaká pŕırastková funkcia.

3.4.1 Metóda Taylorovho typu

Ako jednu z interpretácíı Eulerovej metódy sme si uviedli aproximáciu Taylorovym
polynómom 1. stupňa. Ak vezmeme aj vyššie stupne, tak pre dostatočne hladkú funkciu
x plat́ı

x(tn+1) = x(tn + hn) = x(tn) + hnx
′(tn) +

h2
n

2!
x′′(tn) + . . .

+
hp
n

p!
x(p)(tn) +

hp+1
n

(p+ 1)!
x(p+1)(ξ), ξ ∈ [tn, tn+1], (3.43)

kde x′(t) = f(t, x(t)), x′′(t) = ft + fxx
′ = ft + fxf, . . . , x

(r+1)(t) = f (r)(t, x(t)).
Po dosadeńı do vzt’ahu (3.43) dostaváme

x(tn+1) = x(tn) + hnf(tn, x(tn)) + . . .+
hp
n

p!
f (p−1)(tn, x(tn)) + hp+1

n Rp+1(tn), (3.44)

kde Rp+1(tn) = x(p+1)(ξn)/(p+1)!. Zanedbańım zvýšku R dostávame rekurentný vzt’ah
pre približné hodnoty. Nevýhodou je však pracnost’ poč́ıtania derivácii vyšš́ıch rádov
f r a ich hodnôt.

3.4.2 Metódy typu Runge-Kutta (RK)

Na rozdiel od metódy Taylorovho typu, metódy typu Runge-Kutta nevyžadujú expli-
citné poč́ıtanie derivácíı f r a ich hodnôt, ale aproximujú ich kombináciou hodnôt f v
niekol’kých strategických bodoch na intervale [tn, tn+1]. Všeobecne sú dané rekurentným
vzt’ahom

xn+1 = xn + hn

r
∑

i=1

αiki, n = 0, 1, . . . , (3.45)
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Obr. 3.2: Geometrická interpretácia Heunovej metódy.

kde k1 = f(tn, xn) a ki = f(tn + λihn, xn + µihnki−1) pre i > 1. Hodnoty ki je treba
poč́ıtat’ v každom kroku a teda náročnost’ výpočtu je r vyč́ısleńı funkčných hodnôt f
v každom kroku.

Metóda Runge-Kutta 2. rádu (RK2)

Uvažujme dve možnosti vol’by parametrov:

• Modifikovaná Eulerova metóda: Pre r = 2, α1 = 0, α2 = 1, λ2 = µ2 = 1/2
dostávame rekurentný vzt’ah:
xn+1 = xn + hnk2, kde
k2 = f(tn +

hn

2
, xn +

hn

2
k1) a k1 = f(tn, xn).

• Heunova metóda: Pre r = 2, α1 = α2 = 1/2, λ2 = µ2 = 1 dostávame reku-
rentný vzt’ah:
xn+1 = xn + hn

k1+k2
2

, kde
k2 = f(tn+1, xn + hnk1) a k1 = f(tn, xn).

Geometrický význam Heunovej metódy môžeme vidiet’ na obr. 3.2. Priamka AnB
má smernicu k1 = f(tn, xn) a teda B = [tn+1, xn + hnk1]. Priamka BB′ je dotyčnica
k riešeniu rovnice x′ = f(t, x), ktorá prechádza bodom B, a priamka AnC||BB′ má
smernicu k2 = f(tn+1, xn + hnk1). Potom C = [tn+1, xn + hnk2] a výsledný bod An+1 je
stredom úsečky BC. Hodnotu f poč́ıtame dva-krát a to v bodoch An a B.
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Metóda Runge-Kutta 4. rádu (RK4)

Rekurentný vzt’ah metódy RK4 je

xn+1 = xn + hn
k1 + 2k2 + 2k3 + k4

6
, (3.46)

kde

k1 = f(tn, xn),

k2 = f(tn +
hn

2
, xn +

hn

2
k1),

k3 = f(tn +
hn

2
, xn +

hn

2
k2),

k4 = f(tn+1, xn + hnk3).

Odvodenie vzt’ahov pre RK metódy je technicky pomerne zložité, ale prinćıp je násle-
dovný. Snaž́ıme sa nájst’ také hodnoty parametra r a koeficientov αi, i = 1, 2, . . . r,
a λi, µi, i = 2, 3, . . . r, aby prvých p + 1 členov Taylorovho rozvoja výrazu (3.45) po
dosadeńı hodnôt presného riešenia x za xn a xn+1 súhlasilo s prvými p + 1 členmi vo
vzt’ahu (3.44). Takto dostaneme metódu rovnakého rádu ako v metóde Taylorovho typu
(teda p) bez poč́ıtania derivácíı f (r) a ich vyč́ısl’ovania.

Odhad chyby aproximácie: Pre vyššie uvedené metódy 2. a 4. rádu je dokázané,
že asymptoticky pre h→ 0 sa dajú globálne chyby vyjadrit’ v tvare

e(t, h) = a0(t)h
p + a1(t)h

p+1 + . . . , (3.47)

s p = 2 a 4 a metódou polovičného kroku dostaneme

e(t, h/2) ≈ x(t, h/2)− x(t, h)

2p − 1

(

=
x(t, h/2)− x(t, h)

15
pre RK4

)

. (3.48)

Nevýhodou je značná pracnost’ vyč́ısl’ovania odhadov riešeńı pre obidva kroky, t. j.
x(t, h/2) aj x(t, h), čo je možné ob́ıst’ použit́ım iných metód typu RK, napr. Fehlbergove
metódy, kde ki nezáviśı len od ki−1 ale tiež od ki−2, . . . , k1.

3.5 Viackrokové metódy

3.5.1 Všeobecná lineárna k-kroková metóda

Pre výpočet hodnoty xn+1 sa využijú nielen hodnoty v tn, teda xn, ale aj hodnoty v
predchádzajúcich uzloch siete xn−1, xn−2, . . . , fn−1, fn−2 . . .. V d’aľsom sa pre jednodu-
chost’ obmedźıme na konštantný krok h. k-krokové metódy sú založené na rekurentnom
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vzt’ahu

xn+1 =
k

∑

i=1

aixn+1−i + h
k

∑

i=0

bifn+1−i, (3.49)

kde k je prirodzené č́ıslo, ai, i = 1, 2, . . . , k, bi, i = 0, 1, . . . , k, sú konštanty a bud’

an 6= 0 alebo bk 6= 0. Eulerova metóda (k = 1) je špeciálnym pŕıpadom, kde xn+1 =
xn + hfn. K zahájeniu výpočtu potrebujeme poznat’ hodnoty x0, x1, . . . , xk−1 a z nich
vypoč́ıtané f0, f1, . . . , fk−1, napr. pomocou jednokrokovej RK metódy. Potom hodnotu
xn+1 vypoč́ıtame zo známych hodnôt xn, xn−1, . . . , xn+1−k, fn, fn−1, . . . , fn+1−k. Viac-
krokové metódy rozlǐsujeme na explicitné a implicitné.

• Explicitné metódy: vo vzt’ahu (3.49) plat́ı b0 = 0 a teda dostávame priamu
rekurenciu, podobnú ako v Eulerovej metóde.

• Implicitné metódy: vo vzt’ahu (3.49) plat́ı b0 6= 0 a teda xn+1 nie je možné
vypoč́ıtat’ z rovnice priamo a po odštartovańı je potrebné v každom kroku riešit’

rovnicu

xn+1 = hb0f(tn+1, xn+1) + g, (3.50)

kde g =
∑k

i=1 aixn+1−i + hbifn+1−i je daná už vypoč́ıtanými hodnotami. Ak je

riešená PÚ lineárna, tak aj rovnica (3.50) je lineárna a teda riešenie je bez-
problémové. Ak je však riešená PÚ nelineárna, tak sa za splnenia predpokladov
kladených na na PÚ, uvedených v odstavci 3.2, dá ukázat’, že pre h < 1/(L|b0|),
kde L je Lipschitzova konštanta funkcie f , má rovnica práve jedno riešenie, ktoré
je možné nájst’, napr. metódou prostej iterácie. Implicitné metódy sú teda prac-
neǰsie, ale pri danom k dosahujú väčšej presnosti než explicitné a navyše majú
výhodneǰsie vlastnosti z hl’adiska stability výpočtu.

Rád nelineárnej k-krokovej metódy je možné určit’ z koeficientov ai, bi a lokálna
diskreditačná chyba je dn = O(hp+1). Metóda, ktorá je aspoň 1. rádu, sa nazýva kon-
zistentná, čo je nevyhnutná podmienka na to aby bola metóda konvergentná. Pre k > 1
to však nie je postačujúce, pretože na globálnu diskretizačnú chybu majú vplyv ok-
rem lokálnej chyby aj d’aľsie faktory, ako napr. chyba v stanoveńı počiatočných hodnôt
x0, x1, . . . , xk−1 a pri implicitných metódach tiež chyba riešenia rovnice (3.50) pre xn+1.
Za predpokladu, že chyba v stanoveńı xn+1 je zanedbatel’ná voči lokálnej diskretizačnej
chybe a počiatočné hodnoty pre metódu p-tého rádu sú stanovené s presnost’ou O(hp),
je lineárna k-kroková metóda konvergentná a globálna chyba pre dostatočne malé h a
úlohy s dostatočne hladkým riešeńım sú vel’kosti O(hp).
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Pri viackrokových metódach je okrem aproximovaného teoretického riešenia aj mož-
nost’ vzniku parazitných zložiek, ktoré nemajú s riešeńım rovnice nič spoločné. Ak
pre h → 0 parazitné zložky vymiznú, hovoŕıme že metóda je stabilná. O stabilite
metódy sa dá rozhodnút’ na základe znalosti koeficientov metódy. V pŕıpade nesta-
bilných lineárnych k-krokových metód p-tého rádu, hodnoty {xn} pre h→ 0 všeobecne
neaproximujú teoretické riešenie aj ked’ je lokálna chyba vel’kosti O(hp+1).

3.5.2 Metódy založené na numerickej kvadratúre

Adamsove-Bashforthove (AB) metódy

Integrovańım diferenciálnej rovnice x′(t) = f(t, x(t)) v medziach od tn+1−s po tn+1

dostaneme

x(tn+1) = x(tn+1−s) +

∫ tn+1

tn+1−s

f(t, x(t))dt. (3.51)

Integrál na pravej strane aproximujeme nejakým interpolačným kvadratúrnym vzorcom
s uzlami v niekol’kých bodoch siete t0, t1, . . ., kde ti = t0 + ih. Použit́ım Newtonovych-
Cotesovych vzorcov, vol’bou s = 2 a aproximáciou integrálu obdlžńıkovým pravidlom
dostávame

∫ tn+1

tn−1

f(t, x(t))dt ≈ 2hf(tn, x(tn)). (3.52)

Ak vzt’ah (3.52) dosad́ıme do (3.51) pre s = 2 a zameńıme x(ti) hodnotami xi, dosta-
neme rekurentný vzt’ah

xn+1 = xn−1 + 2hfn, (3.53)

čo nie je nič iné ako obdlžńıková metóda.
Viac sa využ́ıvajú k-krokové metódy, založené na kvadratúrnych vzorcoch pre s = 1:

x(tn+1) = x(tn+1−s) +

∫ tn+1

tn

f(t, x(t))dt, (3.54)

pričom sa použiju kvadratúrne vzorce s uzlami tn+1, tn, tn−1, . . . , tn+1−k, teda aj uzly
čiastočne ležiace mimo oblast’ integrácie. Predpokladajme, že v bodoch ti = t0+ ih, i =
0, 1, . . . , n sme už vypoč́ıtali x0, x1, . . . , xn a fi = f(ti, xi) sú aproximáciami f(t, x(t)).
Zostroj́ıme interpolačný polynóm pk−1 (k−1)-vého stupňa k dátam {(ti, fi), i = n, n−
1, . . . , n + 1 − k}, n + 1 ≥ k a použijeme ho ako aproximáciu funkcie f(t, x(t)) na
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[tn, tn+1]. Takto źıskame explicitnú lineárnu k-krokovú metódu (ked’že fn+1 nebude
vystupovat’ a teda vlastne do tn+1 extrapolujeme) a dostávame

xn+1 = xn +

∫ tn+1

tn

pk−1(t)dt. (3.55)

Ak pk−1 vyjadŕıme ako Newtonov interpolačný polynóm so spätnými diferenciami
N−

k−1(t), dopracujeme sa k rekurentnému vzt’ahu

xn+1 = xn + h(b
(k)
1 fn + b

(k)
2 fn−1 + . . .+ b

(k)
k fn+1−k), (3.56)

kde koeficienty b
(k)
i závisia na k a, napr. pre k = 1, dostávame Eulerovu metódu a pre

Adamsovu-Bashforthovu metódu tretieho rádu (p = 3) dostávame rekurentný vzt’ah

xn+1 = xn +
h

12
(23fn − 16fn−1 + 5fn−2). (3.57)

Je to explicitná metóda a dá sa ukázat’ že jej rád je k.

Adamsove-Moultonove (AM) metódy

Sú to implicitné metódy, ktoré namiesto extrapolácie polynómu využ́ıvajú interpoláciu
na [tn, tn+1] a teda vstupujú tu aj hodnoty tn+1, fn+1. Na rozdiel od AB metódy, funkciu
f(t, x(t)) na [tn, tn+1] aproximujeme polynómom qk k-tého stupňa

xn+1 = xn +

∫ tn+1

tn

qk(t)dt. (3.58)

Podobne qk vyjadŕıme ako Newtonov interpolačný polynóm so spätnými diferenciami
N−

k (t) a dostaneme rekurentný vzt’ah

xn+1 = xn + h(c
(k)
0 fn+1 + c

(k)
1 fn + c

(k)
2 fn−1 + . . .+ c

(k)
k fn+1−k). (3.59)

V špeciálnych pŕıpadoch pre k = 0 je c
(0)
0 = 1 a dostávame implicitnú Eulerovu metódu

a ak k = 1 potom c
(1)
0 = c

(1)
1 = 1/2 a dostávame lichobežńıkove pravidlo.

Ked’že je to implicitná metóda, riešime rovnicu

xn+1 = hc
(k)
0 f(tn+1, xn+1) + g, (3.60)

kde g = xn+h(c
(k)
1 fn+c

(k)
2 fn−1+. . .+c

(k)
k fn+1−k), metódou prostej iterácie (pričom g sa

nemeńı). Postačujúcou podmienkou existencie, jednoznačnosti a konvergencie metódy

je hL < 1/c
(k)
0 , kde L je Lipschitzova konštanta. Vo všeobecnosti sa dá ukázat’, že rád
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k-krokovej AM metódy je pre k > 1 rovný k + 1, teda o jednotku vyšš́ı ako pri AB
metóde. To však nie je až taká výhoda, ked’že pridańım jednej štartovacej hodnoty
naviac, a teda použit́ım (k + 1)-krokovej metódy, môžeme rád AB metódy vyrovnat’ s
rádom AM metódy. Väčšou výhodou implicitnej AM metódy je to, že aj pri rovnakom
ráde dáva presneǰsie výsledky než AB metóda a navyše kladie ovel’a menšie obmedzenia
na krok h z dôvodu numerickej stability pri opakovanom vyč́ısl’ovańı rekurencie metódy
s pevným h a n→∞.

Metóda prediktor-korektor

Je to všeobecný algoritmus riešenia PÚ metódou AM (implicitnou), pričom k výpočtu
xn+1 použijeme dve Adamsove metódy:

1. Najprv pomocou explicitnej AB metódy vypoč́ıtame počiatočnú hodnotu x
[s]
n+1

pre s = 0, t. j. x
[0]
n+1. (prediktor P)

2. Vypoč́ıtame hodnotu pravej strany f
[s]
n+1 = f(tn+1, x

[s]
n+1). (vyhodnotenie E)

3. Pomocou implicitnej AM metódy vykonávane prostú iteráciu podl’a vzorca (ko-
rektor C)

x
[s+1]
n+1 = hc

(k)
0 f(tn+1, x

[s]
n+1) + g, s = 0, 1, . . . (3.61)

4. Ak je |x[s+1]
n+1 − x

[s]
n+1| väčšia ako zadaná tolerancia, zväčš́ıme s o jedna a po-

kračujeme v iterácii 2. Ináč xn+1 = x
[s+1]
n+1 a prejdeme k d’aľsiemu bodu siete.

V praxi namiesto požadovanej tolerancie sa ako kritérium ukončenia iterácii berú
fixné hodnoty N ≤ 2, č́ım dostávame rôzne algoritmy: P(EC)N, resp. P(EC)NE, kde

posledné E vypoč́ıta hodnotu fn+1 = f(tn+1, x
[N ]
n+1) potrebnú pre výpočet xn+2. Analýzy

ukazujú že P(EC)1E je pri pevnom h a n→∞ stabilneǰśı ako P(EC)2E a teda PECE
je najrozumneǰsi algoritmus pre Adamsove metódy.

Stabilita metódy
Riešenie je nestabilné, ak akákol’vek chyba vzniknutá pri xn vnáša do hl’adaného

riešenia nežiaducu zložku, ktorej vplyv sa postupne zväčšuje, až napokon celý výpočet
znehodnot́ı.

Pŕıklad: Nestabilita kôli zlej podmienenosti. Riešme pre t > 1 počiatočnú úlohu

x′ = x− 1

t2
− 1

t
− 1, x(1) = 2. (3.62)

Presné riešenie je x(t) = 1/t+1, avšak všeobecné riešenie je x(t) = A exp (t)+ 1/t+1.
Vplyvom zaokruhl’ovania a chýb metódy sa behom výpočtu objav́ı člen A exp (t) s
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malou ale nenulovou hodnotou A. Pre rastúce t člen A exp (t) postupne preváži nad
riešeńım.

3.6 Okrajové úlohy pre obyčajné diferenciálne rov-

nice

Obmedzme sa na lineárnu obyčajnú diferenciálnu rovnicu

a2(t)x
′′(t) + a1(t)x

′(t) + a0(t)x(t) = g(t), (3.63)

kde a2, a1, a0 sú spojité funkcie a x je aspoň dvakrát diferencovatel’ná funkcia t. Riešme
rovnicu (3.63) na intervale [a, b], kde a, b sú kladné reálne č́ısla a a < b s okrajovými
podmienkami

αx(a) + βx′(a) = xa, (3.64)

γx(b) + δx′(b) = xb, (3.65)

kde α, β, γ, δ, xa, xb sú dané reálne č́ısla, pričom |α|+ |β| 6= 0 a |γ|+ |δ| 6= 0.
Takáto úloha je okrajová úloha (OÚ) a okrajové podmienky (3.64) a (3.65) môžu

byt’ typu:

1. Dirichletove okrajové podmienky (podmienky 1. druhu)

x(a) = xa, x(b) = xb, (3.66)

2. Neumannove okrajové podmienky (podmienky 2. druhu)

x′(a) = xa, x′(b) = xb, (3.67)

3. Newtonove okrajové podmienky (podmienky 3. druhu) sú podmienky (3.64),(3.65)
pre α, β, γ, δ 6= 0.

4. Zmiešané okrajové podmienky sú v obidvoch okrajoch intervalu iné, napr. x(a) =
xa, x′(b) = xb.

3.7 Numerické metódy riešenia

3.7.1 Metóda siet́ı

Medzi najjednoduchšie metódy patŕı metóda siet́ı alebo diferenčná metóda. Riešenie
hl’adáme nie na celom intervale [a, b] ale v uzloch ti. Pre ekvidǐstančné uzly plat́ı h =
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(b−a)/n a ti = a+ih, i = 0, 1, . . . , n. Body t0 = a a tn = b sú hraničné uzly, ostatné sú
uzly vnútorné. Podstata pŕıstupu spoč́ıva v nahradeńı jednotlivých derivácíı v rovnici
diferenciami.

Aproximácia derivácíı 1. rádu

Z Taylorovho rozvoja pre dostatočne hladkú funkciu x(t), t ∈ [a, b] plat́ı:

x(t+ h) = x(t) + x′(t)h+ x′′(t)
h2

2
+ x′′′(η)

h3

3!
, (3.68)

x(t− h) = x(t)− x′(t)h+ x′′(t)
h2

2
− x′′′(µ)

h3

3!
. (3.69)

Po odč́ıtańı rovńıc dostávame

x′(t) =
x(t+ h)− x(t− h)

2h
+

(x′′′(η) + x′′′(µ))h2

3!
. (3.70)

Nech t = ti, t + h = ti+1, t − h = ti−1, potom pre dostatočne malé h a ohraničenú x′′′

dostávame

x′
i ≈

xi+1 − xi−1

2h
, (3.71)

teda derivácia v bode ti je aproximovaná centrálnou diferenciou s chybou O(h2). Inú
defińıciu môžeme analogicky vytvorit’ z rovnice (3.68) pri aproximácíı derivácie dopred-
nou diferenciou

x′
i ≈

xi+1 − xi

h
, (3.72)

kedy sa dopust́ıme chyby radu O(h).

Aproximácia derivácíı 2. rádu

Urobme rozvoj funkcie do Taylorovho radu až po 4. deriváciu. Potom, podobným
spôsobom ako vyššie, dostávame

x′′(t) =
x(t+ h)− 2x(t) + x(t− h)

h2
+

(x(4)(η) + x(4)(µ))h2

4!
. (3.73)

Potom plat́ı

x′′
i ≈

xi+1 − 2xi + xi−1

h2
, (3.74)
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3.5 Numerické metódy riešenia

a chyba aproximácie je O(h2).
Pŕıklad: Numericky riešme obyčajnú diferenciálnu rovnicu 2. rádu s konštantnými

koeficientami a Dirichletovymi podmienkami

x′′ + 2x′ + x = t3 + 6t2 + 1; t ∈ (0, 2), (3.75)

x(0) = 1, x(2) = 5. (3.76)

Riešenie: Interval (0, 2) rozdeĺıme na n + 1 čast́ı vel’kosti h = 2/(n + 1) a riešenie
hl’adáme v bodoch t1 = h, t2 = 2h, . . . , tn = 2−h, pri splneńı Dirichletovych podmienok
v t0 = 0 a tn+1 = 2, t. j. x0 = 1, xn+1 = 5. Pre ostatné uzly použijeme diferenčné rovnice

xi+1 − 2xi + xi−1

h2
+ 2

xi+1 − xi−1

2h
+ xi = t3i + 6t2i + 1. (3.77)

Po úprave dostávame

( 1

h2
− 1

h

)

xi−1 +
(

1− 2

h2

)

xi +
( 1

h2
+

1

h

)

xi+1 = t3i + 6t2i + 1 (3.78)

a v maticovom tvare

A.X = F (3.79)

kde F = [F1, F2, . . . , Fn] je vektor pravej strany a plat́ı

Fi = t3i + 6t2i + 1, i = 2, 3, . . . , n− 1 (3.80)

ale

F1 = t31 + 6t21 + 1− x0

h2
+

x0

h
= t31 + 6t21 + 1− 1

h2
+

1

h
, (3.81)

Fn = t3n + 6t2n + 1− xn+1

h2
− xn+1

h
= t3n + 6t2n + 1− 5

h2
− 5

h
, (3.82)

pričom matica A je tridiagonálna a má tvar

A =















1− 2
h2

1
h2 +

1
h

0 . . . 0
1
h2 − 1

h
1− 2

h2
1
h2 +

1
h

. . . 0
...

...
...

...
...

0 . . . 1
h2 − 1

h
1− 2

h2
1
h2 +

1
h

0 . . . 0 1
h2 − 1

h
1− 2

h2















.

Teda numerické riešenie úlohy dostaneme riešeńım sústavy lineárnych rovńıc (3.79),
napr. použit́ım niektorej z iteračných metód, ako sú Jacobiho alebo Gaussova-Seidelova.
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Kapitola 4

Riešenie parciálných
diferenciálnych rovńıc

4.1 Úvod

Parciálne diferenciálne rovnice (PDR) sa vyskytujú takmer vo všetkých fyzikálnych
situáciach kde sa veličiny menia v priestore alebo v priestore a čase, ako napr. v hydro-
dynamike, elektromagnetickom vlneńı, difúzii, kvantovej mechanike, atd’. V praxi sa len
vel’mi málo PDR dá riešit’ analyticky. V d’aľsom sa obmedźıme na numerické riešenie
vo fyzike najbežneǰśıch PDR 2. rádu:

• parabolické (Schrödingerova rovnica, rovnica difúzie)
Pŕıklad: nestacionárna difúzna rovnica v 3D:

∂f

∂t
= κ

(∂2f

∂x2
+

∂2f

∂y2
+

∂2f

∂z2

)

, (4.1)

kde κ je difúzny koeficient.

• eliptické (Laplaceova a Poissonova rovnica)
Pŕıklad: Poissonova rovnica v 3D:

∂2f

∂x2
+

∂2f

∂y2
+

∂2f

∂z2
= g(x, y, z), (4.2)

pričom v pŕıpade že g(x, y, z) = 0 dostávame Laplaceovu rovnicu ∆f = 0, kde
∆ = ∇2.

• hyperbolické (vlnová rovnica)
Pŕıklad: vlnová rovnica v 3D:

∂2f

∂t2
= c2

(∂2f

∂x2
+

∂2f

∂y2
+

∂2f

∂z2

)

. (4.3)
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4.1 Úvod

4.1.1 Počiatočné a hraničné podmienky

Vo všeobecnosti sú dané podmienkou

f(x, t = 0) = F(x), (4.4)

kde x = (x, y, z), f ,F sú vektory, pričom F je známa funkcia. V takom pŕıpade sa
počet podmienok rovná dimenzíı f (pre každú zložku). Podobne ako u ODR, hraničné
podmienky budeme rozlǐsovat’ na Dirichletove, Neumannove a zmiešané.

4.1.2 Diferenčné metódy

Myšlienka diferečných metód spoč́ıva vo vytvoreńı siete (mriežky) bodov v doméne
riešenia, vzdialených od seba o nejakú vzdialenost’ ∆x = (∆x,∆y,∆z), v ktorých sa
bude aproximácia riešenia hl’adat’. V pŕıpade časovej závislosti sa vytvoŕı postupnost’

takýchto siet́ı, oddelených vzájomne o časový krok ∆t. Siet’ môže byt’ vytvorená v
karteziánskych aj v iných krivočiarých súradniciach, v závislosti od geometrie domény
riešenia (napr. ak hl’adáme riešenie vo vnútri gule, potom budú hraničné podmienky
poṕısané vo sférických súradniciach s počiatkom v strede gule, atd’.). V d’aľsom sa ob-
medźıme na karteziánske súradnice kvôli algebraickej jednoduchosti a lepšej numerickej
stabilite. Po vypoč́ıtańı riešeńı v uzloch môžeme riešenie v ostatných bodoch odhadnút’

interpoláciou alebo extrapoláciou. Pri diferenčných metódach budeme (podobne ako pri
ODR) derivácie nahrádzat’ vhodnými diferenciami:

• dopredná 1. diferencia

f ′
i ≈

fi+1 − fi
h

, (4.5)

• spätná 1. diferencia

f ′
i ≈

fi − fi−1

h
, (4.6)

• centrálná 1. diferencia

f ′
i ≈

fi+1 − fi−1

2h
, (4.7)

• centrálná 2. diferencia

f ′′
i ≈

fi+1 − 2fi + fi−1

h2
. (4.8)

Po substitúcii dostávame systém lineárnych alebo nelineárnych algebraických rovńıc,
viažúci premenné fi.
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4.1 Úvod

4.1.3 Konzistencia

Presnost’ diferenčných metód záviśı od vel’kosti krokov v priestore ∆x a čase ∆t. Sú
to riadiace parametre numerického výpočtu. Ak sa postupným zmenšovańım ∆x a
∆t (súčasne alebo l’ubovol’ným iným spôsobom) postupne zväčšuje presnost’ pribĺıženia
riešenia diferenčnej úlohy k pôvodnej PDR, potom hovoŕıme že metóda je konzistentná.

Overenie konzistencie

Predpokladame, že všetky premenné v diferenčnej rovnici sú spojité funkcie priestoru a
času a rozvinieme ich do Taylorovho radu vo vybranom bode siete a časovom okamihu.
Tým dostaneme tzv. modifikovanú diferenciálnu rovnicu (MDR). Ak pre ∆x → 0 a
∆t → 0 plat́ı že MDR → PDR, potom metóda je konzistentná. Ináč povedané, ak
je metóda konzistentná, tak rozdiel medzi riešeniami MDR a PDR je rádovo úmerný
mocninám vel’kosti ∆x a ∆t a exponenty týchto mocńın udávajú rád numerickej chyby
metódy. U štandardných diferenčných metód je konzistencia garantovaná.

4.1.4 Stabilita

Nech presné riešenie PDR s počiatočnou podmienkou nerastie s časom, ale je konštantné
alebo klesá v každom bode. Potom, ak diferenčná metóda reprodukuje toto správanie
bez artefaktných oscilácíı, potom je stabilná. Nech presné riešenie PDR s počiatočnou
podmienkou rastie s časom a ak diferenčná metóda rastie rýchlost’ou rovnakou alebo
menšou, tak je stabilná.

Overenie stability

1. Von Neumannova metóda - jednoduchá ale neberie do úvahy vplyv hraničných
podmienok

2. metóda projekčnej matice

Bližš́ı popis fungovania týchto metód si uvedieme v d’aľsom pri parabolických PDR.

4.1.5 Konvergencia

Pri konvergentnej metóde pre ∆x → 0 a ∆t → 0 numerické riešenie konverguje k
presnému riešeniu.

Laxova teoréma ekvivalencie: garantuje, že ak numerické riešenie lineárnej PDR
pomocou konzistentnej diferenčnej metódy je stabilné, potom v limite ∆x→ 0 a ∆t→
0 numerické riešenie konverguje k presnému riešeniu. Teda konzistencia a stabilita
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4.2 Eliptické parciálne diferenciálne rovnice

zaručujú konvergenciu a naopak. U nelineárnych PDR je overovanie komplikovaneǰsie
ale zo skúsenosti vyplýva že ak je diferenčná metóda konzistentná a lokálne stabilná
tak je konvergentná.

4.2 Eliptické parciálne diferenciálne rovnice

4.2.1 Poissonova rovnica v 1-rozmernom priestore

Pre jednoduchost’ si najprv uved’me Poissonovu rovnicu v 1D, ktorá má tvar

∂2f

∂x2
= g(x). (4.9)

Aplikáciou diferenčnej metódy s krokom ∆x dostávame aproximáciu

fi+1 − 2fi + fi−1

(∆x)2
= gi, (4.10)

kde fi = f(xi), gi = g(xi), i = 1, . . . , N − 1. Pre hraničné podmienky f(x0) = f0 a
f(xN) = fN dostávame



















1 0 0 0 . . . 0
1 −2 1 0 . . . 0
0 1 −2 1 . . . 0
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0 0 . . . 1 −2 1
0 0 . . . 0 0 1





































f(x0)
f(x1)
f(x2)
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f(xN−1)
f(xN)



















=



















f0
(∆x)2g1
(∆x)2g2

...
(∆x)2gN−1

fN



















(4.11)

alebo v maticovom zápise Af = B. Formálne dostávame riešenie f = A−1B, avšak
vzhl’adom na to, že v praktických situáciach potrebujeme riešit’ sústavu vel’kého počtu
lineárnych rovńıc, je potrebné použit’ iteračné numerické riešenie. S metódami riešenia
sústav lineárnych rovńıc sme sa bližšie oboznámili v kurze Numerické metódy, takže v
d’aľsom si len heslovite pripomenieme dve z nich.

4.2.2 Gaussova-Seidelova metóda

Riešime iteračne rovnicu (4.10) v každom uzle pomocou Gaussovej-Seidelovej metódy

f
(m+1)
i =

f
(m)
i+1 + f

(m+1)
i−1 − gi(∆x)2

2
. (4.12)

Postup:
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4.2 Eliptické parciálne diferenciálne rovnice

1. Prirad́ıme počiatočné hodnoty každému fi (napr. nulové) vnútri a hraničné hod-
noty na hranici oblasti riešenia.

2. Prechádzame siet’ou postupne, napr. od f1, a aplikujeme rovnicu (4.12) pre každé
fi.

3. Po vel’a prejdeńı zist́ıme, že sa hodnoty fi medzi jednotlivými prejdeniami už
vel’mi nemenia a vtedy môžeme výpočet ukončit’, pričom posledné hodnoty vez-
meme ako riešenia.

4.2.3 Metóda postupnej relaxácie

Gaussova-Seidelova iterat́ıvna metóda je dost’ neefekt́ıvna. Jej modifikovańım dostávame
relaxačnú (alebo superrelaxačnú) metódu založenú na iteračnom vzt’ahu

f
(m+1)
i = αf̂i + (1− α)f

(m)
i , (4.13)

kde f̂i je vypoč́ıtané z rovnice (4.12) a m je iteračný index. Parameter α sa nazýva
relaxačný parameter a metóda konverguje ak plat́ı 0 < α < 2, pričom v pŕıpade
0 < α < 1 hovoŕıme o podrelaxácii a v pŕıpade 1 < α < 2 o nadrelaxácii. Optimálna
hodnota α záviśı od konkretného problému a nie je jednoduché ho stanovit’ analyticky.

4.2.4 Poissonova rovnica v 2-rozmernom priestore

Riešme rovnicu

∂2f

∂x2
+

∂2f

∂y2
= g(x, y) (4.14)

s nejakými okrajovými podmienkami.

Postup:

• Najprv zostroj́ıme siet’ NxN bodov (uzlov) navzájom oddelených o ∆x v smere
osi x a ∆y v smere osi y (vid’. obr.4.1).

• Nahradeńım druhých parciálnych derivácíı pŕıslušnými centrálnymi diferenciami
dostávame diferenčnú rovnicu

fi+1,j − 2fi,j + fi−1,j

(∆x)2
+

fi,j+1 − 2fi,j + fi,j−1

(∆y)2
= gi,j, (4.15)

kde fi,j = f(xi, yi), gi,j = g(xi, yi), i = 1, . . . , N−1. Po preusporiadańı dostávame

fi,j =
−gi,j(∆x)2(∆y)2 + (∆x)2(fi,j+1 + fi,j−1) + (∆y)2(fi+1,j + fi−1,j)

2((∆x)2 + (∆y)2)
. (4.16)
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4.3 Parabolické parciálne diferenciálne rovnice

i−1 i i+1

j−1

j

j+1

f
i,j f

i+1,j
f
i−1,j

f
i,j−1

f
i,j+1

∆x
∆y

Obr. 4.1: Diskretizácia priestorových súradńıc v 2-rozmernom priestore.

• Pri použit́ı Gaussovej-Seidelovej metódy:

1. Polož́ıme fi,j = 0 pre všetky i, j.

2. Iterujeme f
(m+1)
i,j =

−gi,j(∆x)2(∆y)2+(∆x)2(f
(m)
i,j+1+f

(m+1)
i,j−1 )+(∆y)2(f

(m)
i+1,j+f

(m+1)
i−1,j )

2((∆x)2+(∆y)2)
.

4.3 Parabolické parciálne diferenciálne rovnice

Na rozdiel od eliptických PDR, pri ktorých sa udávajú okrajové (hraničné) podmienky,
pri parabolických PDR sa udáva informácia o funkcii v počiatočnom čase a zist’ujeme
ako sa riešenie vyv́ıja v čase. Typické parabolické rovnice vo fyzike zahŕňajú:

• Nestacionárna difúzia (v 1D)

∂f

∂t
− κ

∂2f

∂x2
= 0. (4.17)

• Časová Schrödingerova rovnica

i~
∂f

∂t
= − ~

2

2m

∂2f

∂x2
+ V f. (4.18)

V d’aľsom sa obmedźıme na rovnicu difúzie v 1D

∂f

∂t
= κ

∂2f

∂x2
, (4.19)
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4.3 Parabolické parciálne diferenciálne rovnice

x

f

t

t
1

t
2

t
nF(x)

t
0

a = x
1 x

i
b = x

K+1

f(x,t
n
)

Obr. 4.2: Diskretizácia v priestore a čase pre riešenie rovnice difúzie v 1-rozmernom
priestore. Počiatočné hodnoty funkcie majú vplyvom difúzie tendenciu s časom sa postupne
zmenšovat’ a zaberat’ stále širš́ı interval pozdĺ̌z osi x.

s počiatočnou podmienkou f(x, t = 0) = F (x), kde F (x) je známa funkcia a κ je
difúzna konštanta, a homogennými podmienkami pre x→ ±∞, t. j. f(x = ±∞, t) = 0.
V tomto pŕıpade je známe aj analytické riešenie, ktoré ma tvar

f(x, t) =
1√
4κπt

∫ ∞

−∞

F (x+ u) exp(− u2

4κt
)du. (4.20)

4.3.1 Numerické riešenie

Postup:

1. Vytvoŕıme siet’ (vid’ obr. 4.2) a hl’adáme riešenie v uzloch siete (xi, ti) na oblasti
[a, b]× [0,∞).

2. Predpokladáme, že mimo pásu [a, b] je funkcia f nulová, teda uvažujeme hraničné
podmienky fn

1 = 0, fn
K+1 = 0, pre n = 0, 1, , . . . ,∞.

4.3.2 Explicitná FTCS metóda

FTCS (z angl.: forward time centered space) využ́ıva doprednú časovú a centrálnu pries-
torovu diferenciu pre aproximáciu prislušných derivácíı, pričom dostávame diferenčnú
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4.3 Parabolické parciálne diferenciálne rovnice

rovnicu

fn+1
i − fn

i

∆t
+O(∆t) = κ

fn
i+1 − 2fn

i + fn
i−1

(∆x)2
+O((∆x)2). (4.21)

Po úprave máme

fn+1
i = αfn

i−1 + (1− 2α)fn
i + αfn

i+1, (4.22)

kde α = κ∆t/(∆x)2 je difúzne č́ıslo.

4.3.3 Konzistencia a presnost’

L’ahko sa presvedč́ıme, že rozvojom členov rovnice (4.22) do Taylorovho radu v (xi, t
n)

dostaneme modifikovanú diferenciálnu rovnicu (MDR)

ft +
1

2
ftt∆t+O((∆t)2) = κfxx +

1

12
κfxxxx(∆x)2 +O((∆x)4), (4.23)

kde dolné indexy označujú parciálne derivácie podl’a t alebo x. Pre t → 0,∆x → 0
a tak dostávame pôvodnu PDR, teda rovnica je konzistentná. Rovnica (4.22) má vo
všeobecnosti presnost’ 1. rádu v čase a 2. rádu v priestore, avšak dá sa ukázat’, že pre
α = 1/6 je aj v čase presnost’ 2. rádu. Ked’že rovnica (4.22) dáva hodnotu f v časovej
úrovni n+1 pomocou troch priestorových bodov na predchádzajúcej časovej úrovni n,
potom takúto rovnicu môžeme klasifikovat’ ako explicitnú dvojúrovňovú.

4.3.4 Postupné mapovanie a numerická stabilita

Rovnicu (4.22) môžeme zaṕısat’ aj maticovo a zohl’adniac okrajové podmienky fn
1 =

fn
K+1 = 0 dostávame

fn+1 = Bfn, (4.24)

kde matica B je tridiagonálna matica rádu (K − 1)× (K − 1):

B =















1− 2α α 0 . . . 0
α 1− 2α α . . . 0
...

...
...

...
...

0 . . . α 1− 2α α
0 . . . 0 α 1− 2α















.

Matica B je takzvaná projekčná matica a udáva vzt’ah medzi časovańım a postupným
mapovańım. Správanie sa projekčnej matice záviśı na jej spektrálnom polomere ρ(B),
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4.3 Parabolické parciálne diferenciálne rovnice
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Obr. 4.3: Diskretizačná schéma pre FTCS metódu.

definovanom ako maximálna hodnota normy vlastných hodnôt matice B. Metóda je
numericky stabilná ak ρ(B) < 1. Využijúc faktu, že matica B je tridiagonálna a To-
eplitzova (konštantné prvky na diagonálach), jej vlastné hodnoty môžeme vyjadrit’ v
tvare

λm = 1− 4α sin2
(mπ

2K

)

, (4.25)

pre m = 1, . . . , K − 1. Spektrálny polomer je menš́ı než jedna pre akúkol’vek hodnotu
K len ak α < 1/2. To znamená že metóda FTCS je len podmienečne stabilná.

4.3.5 Efekt hraničných podmienok

Zmeňme hraničné podmienky z Dirichletových na von Neumannove. Nech ∂f/∂x = g v
x = a a ponecháme homogénne Dirichletové podmienky v x = b. Aby sme aplikovali von
Neumannovu podmienku s presnost’ou 2. rádu rozš́ırme doménu riešenia za hranicu x =
a, do bodu x0 = x1−∆x a pri použit́ı centrálnej diferencie dostávame fn

2 −fn
0 = 2αg∆x.

Potom môžeme aplikovat’ diferenčnú rovnicu (4.22) aj v prvom uzle x1 a dostávame

fn+1 = Bfn + b, (4.26)
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4.3 Parabolické parciálne diferenciálne rovnice

kde projekčná matica B je opät’ tridiagonálna matica ale už radu K ×K:

B =















1− 2α 2α 0 . . . 0
α 1− 2α α . . . 0
...

...
...

...
...

0 . . . α 1− 2α α
0 . . . 0 α 1− 2α















a

b =















−2αg∆x
0
...
0
0















.

Pŕıtomnost’ vektora b neovplyvńı dôležitost’ matice B pre stabilitu riešenia, avšak B
už nie je Toeplitzova a jej vlastné hodnoty sa už nedajú vyjadrit’ analyticky.

4.3.6 Von Neumannova stabilita

Táto metóda je jednoduchšia než výpočet cez projekčnú maticu, avšak je aplikova-
tel’ná len za určitých podmienok (lineárne PDR s konštantnými koeficientami, peri-
odickými hraničnými podmienkami, najviac dvoma nezávislými premennými a nie viac
ako dvoma časovými úrovňami). Využijúc linearity, uvažujme riešenie v tvare súčinu
časovej a priestorovej zložky:

f(x, t) = A(t) exp (ikx), (4.27)

kde k = 2π/L je vlnové čislo a L je vlnová d́lžka. Pre diskrétny tvar dostávame

fn
l = An exp (ikxl) = An exp

( i2πl∆x

L

)

,

fn+1
l = An+1 exp (ikxl) = An+1 exp

(i2πl∆x

L

)

, (4.28)

kde xl = l∆x. Koeficient ξ = An+1

An sa nazýva faktor zosilnenia alebo rastu. Plat́ı, že
ak |ξ| < 1 potom je riešenie stabilné. Ak si označ́ıme Θ = 2π∆x/L a vzt’ahy (4.28)
dosad́ıme do rovnice (4.22), l’ahko odvod́ıme vzt’ah

ξ =
An+1

An
= 1 + 2α(cosΘ− 1) = 1− 4α sin2 Θ

2
. (4.29)
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4.3 Parabolické parciálne diferenciálne rovnice
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Obr. 4.4: Diskretizačná schéma pre CTCS metódu.

Teda aby platilo |ξ| < 1 muśı byt’ splnená podmienka α < 1/2, t. j. rovnaká podmienka
akú sme dostali pomocou metódy projekčnej matice. Ked’že α = κ∆t

(∆x)2
, potom muśı

platit’ ∆t ≤ (∆x)2

2κ
. To znamená, že podmienka stability vyžaduje dostatočne malý

časový krok ∆t, čo môže byt’ výpočtovo vel’mi zat’ažujúce.

4.3.7 Explicitná CTCS metóda

V CTCS (z angl.: centered time centered space) je časová derivácia nahradená centrálnou
diferenciou, čim sa dosiahne presnost’ 2. rádu aj v čase:

fn+1
i − fn−1

i

2∆t
+O((∆t)2) = κ

fn
i+1 − 2fn

i + fn
i−1

(∆x)2
+O((∆x)2). (4.30)

Dá sa však ukázat’, že metóda je bezpodmienečne nestabilná a teda bez praktického
úžitku. Je to explicitná trojúrovňová (v čase) metóda.

4.3.8 Explicitná Du Fortova a Frankelova metóda

Du Fortova a Frankelova metóda je CTCS metóda modifikovaná za účelom zlepšenia
stability a udržania presnosti 2. rádu v čase aj priestore. Modifikácia spoč́ıva v na-
hradeńı funkčnej hodnoty v i-tom uzle na časovej úrovni n aritmetickým priemerom
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4.3 Parabolické parciálne diferenciálne rovnice

funkčných hodnôt na časových úrovniach n− 1 a n+ 1:

fn+1
i − fn−1

i

2∆t
+O((∆t)2) = κ

fn
i+1 − 2[1

2
(fn+1

i + fn−1
i )] + fn

i−1

(∆x)2
+O((∆x)2). (4.31)

Pre α z predchádzajúceho, po úprave máme

fn+1
i =

1− 2α

1 + 2α
fn−1
i +

2α

1 + 2α
(fn

i−1 + αfn
i+1). (4.32)

Von Neumannova stabilita: Dá sa ukázat’, že faktor zosilnenia ξ sṕlňa rovnicu

(1 + 2α)ξ2 + 4ξα cosΘ− 1 + 2α = 0, (4.33)

korene ktorej sṕlňajú nerovnost’ |ξ| < 1 pre l’ubovol’nú hodnotu α a teda metóda je
bezpodmienečne stabilná.

Vzhl’adom na to, že sa urobila ad-hoc modifikácia v CTCS diferenčnej rovnici,
je ešte potrebné overit’ konzistentnost’ metódy. Podobným postupom ako pri metóde
FTCS dospejeme k modifikovanej diferenciálnej rovnici

ft = κfxx − κ
(∆t

∆x

)2

ftt. (4.34)

Je zrejmé, že ani pre l’ubovol’ne malé hodnoty ∆t,∆x posledný člen na pravej strane
rovnice nevymizne a teda metóda nie je konzistentná. Je to explicitná trojúrovňová
metóda.

4.3.9 Implicitná BTCS alebo Laasonenova metóda

BTCS (z angl.: backward time centered space) je implicitná metóda a bude vyžadovat’

riešenie sústavy rovńıc. Využ́ıva spätnú časovú a centrálnu priestorovu diferenciu pre
aproximáciu prislušných derivácíı, pričom dostávame diferenčnú rovnicu

fn+1
i − fn

i

∆t
+O(∆t) = κ

fn+1
i+1 − 2fn+1

i + fn+1
i−1

(∆x)2
+O((∆x)2). (4.35)

Po úprave máme

−αfn+1
i−1 + (1 + 2α)fn+1

i − αfn+1
i+1 = fn

i , (4.36)

a maticovo pre homogénne Dirichletove okrajové podmienky

Afn+1 = fn, (4.37)
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Obr. 4.5: Diskretizačná schéma pre BTCS metódu.

kde matica A je tridiagonálna matica

A =















1 + 2α −α 0 . . . 0
−α 1 + 2α −α . . . 0
...

...
...

...
...

0 . . . −α 1 + 2α −α
0 . . . 0 −α 1 + 2α















.

Riešenie teda môžeme formálne vyjadrit’ v tvare

fn+1 = A−1fn. (4.38)

Vd’aka tomu že vlastné hodnoty matice A−1 sú prevrátenými hodnotami vlastných
hodnôt matice A, dostávame pre ich hodnoty vzt’ah

λm =
[

1 + 4α sin2
(mπ

2K

)]−1

, (4.39)

pre m = 1, . . . , K − 1. Spektrálny polomer je vždy menš́ı než jedna pre akúkol’vek
hodnotu K a teda metóda BTCS je bezpodmienečne stabilná. Nezávislé overenie bez-
podmienečnej stability môžeme źıskat’ pomocou von Neumannovej metódy. Podobným
postupom aký sme si poṕısali vyššie dostávame pre faktor zosilnenia

|ξ| =
∣

∣

∣

1

1 + 2α(1− cosΘ)

∣

∣

∣ =
∣

∣

∣

1

1 + 4α sin2 Θ
2

∣

∣

∣ < 1, (4.40)

pre l’ubovol’né Θ a α. Presnost’ je však len 1. rádu v čase.
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4.3.10 Crankova-Nicolsonova metóda

Ponúka vylepšenie presnosti do 2. rádu v čase aj priestore pri udržańı bezpodmienečnej
stability. V FTCS sme aplikovali diferenčnú metódu v bode xi a čase tn, v BTCS v
bode xi a čase tn+1 a teraz ju aplikujeme v bode xi a čase tn+1/2. Je to to isté ako
ked’ vezmeme aritmetický priemer rovńıc pre FTCS a BTCS, pričom lineárne členy
O(∆t) na l’avej strane rovnice sa vyrušia a týmto dosiahneme presnost’ O((∆t)2) v čase
a O((∆x)2) v priestore. Výsledná diferenčná rovnica má tvar

fn+1
i − fn

i

∆t
= κ

1

2

(fn+1
i+1 − 2fn+1

i + fn+1
i−1

(∆x)2
+

fn
i+1 − 2fn

i + fn
i−1

(∆x)2

)

. (4.41)

Po úprave máme

−αfn+1
i−1 + 2(1 + α)fn+1

i − αfn+1
i+1 = αfn

i−1 + 2(1− α)fn
i + αfn

i+1, (4.42)

alebo v maticovom tvare pre homogénne Dirichletove okrajové podmienky

Afn+1 = Bfn, (4.43)

kde matice A a B sú tridiagonálne matice v tvare

A =















2(1 + α) −α 0 . . . 0
−α 2(1 + α) −α . . . 0
...

...
...

...
...

0 . . . −α 2(1 + α) −α
0 . . . 0 −α 2(1 + α)















,

B =















2(1− α) α 0 . . . 0
α 2(1− α) α . . . 0
...

...
...

...
...

0 . . . α 2(1− α) α
0 . . . 0 α 2(1− α)















.

Riešenie môžeme formálne vyjadrit’ v tvare

fn+1 = A−1Bfn, (4.44)

kde A−1B je projekčná matica. Dá sa ukázat’, že jej spektrálny polomer je menš́ı ako
1 a teda, že metóda je bezpodmienečne stabilná. Overeńım pomocou von Neumannovej
metódy dostávame pre faktor zosilnenia

|ξ| =
∣

∣

∣

1− α(1− cosΘ)

1 + α(1− cosΘ)

∣

∣

∣ =
∣

∣

∣

1− 2α sin2 Θ
2

1 + 2α sin2 Θ
2

∣

∣

∣ < 1, (4.45)
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pre l’ubovol’né Θ a α.
Poznámka:Metóda môže byt’ pońımaná ako výsledok dvoch krokov s ∆t/2. Najprv

aplikujeme explicitnú FTCS metódu pomocou diferenčnej rovnice

f
n+1/2
i − fn

i

∆t/2
= κ

fn
i+1 − 2fn

i + fn
i−1

(∆x)2
(4.46)

a potom implicitnú BTCS metódu pomocou diferenčnej rovnice

fn+1
i − f

n+1/2
i

∆t/2
= κ

fn+1
i+1 − 2fn+1

i + fn+1
i−1

(∆x)2
. (4.47)

Ich sč́ıtańım dostávame rovnicu (4.41).

4.3.11 Rovnica difúzie v 2D

Riešime parabolickú parciálnu diferenciálnu rovnicu

∂f

∂t
= κ

(∂2f

∂x2
+

∂2f

∂y2

)

, (4.48)

s počiatočnou podmienkou f(x, t = 0) = F(x), kde x = (x, y), F(x) je známa funkcia
a κ je difúzna konštanta. Postup, ktorý sme aplikovali v 1D je možné priamo rozš́ırit’

do 2D.

4.3.12 Explicitná FTCS metóda

Nadradeńım parciálnych derivácíı pŕıslušnými diferenciami (vid’ diskretizačnú schému
v 2D na obr. 4.1) dostávame diferenčnú rovnicu

fn+1
i,j − fn

i,j

∆t
= κ

(fn
i+1,j − 2fn

i,j + fn
i−1,j

(∆x)2
+

fn
i,j+1 − 2fn

i,j + fn
i,j−1

(∆y)2

)

, (4.49)

kde pravá strana rovnice predstavuje diskrétnu aproximáciu Laplaciánu v 2D. Po
úprave máme

fn+1
i,j = fn

i,j + αx(f
n
i+1,j + fn

i−1,j) + [1− 2(αx + αy)]f
n
i,j + αy(f

n
i,j+1 + fn

i,j−1), (4.50)

kde αx = κ∆t/(∆x)2 a αy = κ∆t/(∆y)2 sú difúzne č́ısla v smere osi x a y.
Skúmańım von Neumannovej stability zist́ıme, že metóda je stabilná pre αx+αy <

1/2, čo je dost’ silné obmedzenie pre ∆t čo sa týka efektivity výpočtu.
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4.3.13 Implicitná BTCS metóda

Nahradeńım časovej parciálnej derivácie spätnou diferenciou po úprave dostávame

−αx(f
n+1
i+1,j + fn+1

i−1,j) + [1 + 2(αx + αy)]f
n+1
i,j − αy(f

n+1
i,j+1 + fn+1

i,j−1) = fn
i,j. (4.51)

Metóda je bezpodmienečne stabilná s presnost’ou 1. rádu v t a 2. rádu v x a y. Po-
trebujeme však riešit’ sústavu rovńıc s pät’diagonálnou maticou, čo je výpočtovo ovel’a
náročneǰsie než to bolo v pŕıpade tridiagonálnej matice.

4.3.14 Metóda striedavých smerov (ADI)

Redukuje výpočtové nároky predchádzajúcich metód. Je založená na rozdeleńı časového
vývoja do dvoch krokov a kombinácie implicitnej a explicitnej metódy pre priestorové
derivácie, aplikovanú striedavo v smere osi x a y:

1. krok : implicitný v smere osi x a explicitný v smere osi y

f
n+1/2
i,j − fn

i,j

∆t/2
= κ

(f
n+1/2
i+1,j − 2f

n+1/2
i,j + f

n+1/2
i−1,j

(∆x)2
+

fn
i,j+1 − 2fn

i,j + fn
i,j−1

(∆y)2

)

, (4.52)

2. krok : implicitný v smere osi y a explicitný v smere osi x

fn+1
i,j − f

n+1/2
i,j

∆t/2
= κ

(f
n+1/2
i+1,j − 2f

n+1/2
i,j + f

n+1/2
i−1,j

(∆x)2
+

fn+1
i,j+1 − 2fn+1

i,j + fn+1
i,j−1

(∆y)2

)

,(4.53)

kde n+1/2 je časový medziúsek. Smery ośı sú alternat́ıvne striedané po každom kroku.
Celková presnost’ je 2. rádu v čase aj priestore. Po úprave dostávame dvojkrokový
implicitný algoritmus

αxf
n+1/2
i−1,j − 2(1 + αx)f

n+1/2
i,j + αxf

n+1/2
i+1,j = −αyf

n
i,j−1 − 2(1− αy)f

n
i,j − αyf

n
i,j+1 (4.54)

αyf
n+1
i,j−1 − 2(1 + αy)f

n+1
i,j + αyf

n+1
i,j+1 = −αxf

n+1/2
i−1,j − 2(1− αx)f

n+1/2
i,j − αxf

n+1/2
i+1,j .(4.55)

To znamená, že v každom časovom kroku je potrebné riešit’ dve sústavy tridia-
gonálnych rovńıc, čo je možné efekt́ıvne urobit’ pomocou Thomasovho algoritmu.
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Vyšetrovańım von Neumannovej stability dostávame

ξ =
[1 + αx(cosΘx − 1)][1 + αy(cosΘy − 1)]

[1− αx(cosΘx − 1)][1− αy(cosΘy − 1)]

=
(1− 2αx sin

2 Θx

2
)(1− 2αy sin

2 Θy

2
)

(1 + 2αx sin
2 Θx

2
)(1 + 2αy sin

2 Θy

2
)
. (4.56)

Pre l’ubovol’né αx, αy a Θx,Θy plat́ı |ξ| < 1 a teda metóda je bezpodmienečne stabilná.
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Kapitola 5

Monte Carlo simulácie

5.1 Úvod

Vo všeobecnosti môžeme charakterizovat’ metódu Monte Carlo (MC) ako poč́ıtačovú
metódu využ́ıvajúcu náhodne č́ısla. MCmetóda sa snaž́ı sledovat’ časový vývoj (závislost’)
modelu, pre ktorý rast alebo zmena nepostupuje rigorózne definovaným spôsobom (ako
napr. u Newtonových rovńıc) ale náhodným (stochastickým) spôsobom, závisiacim na
nejakej postupnosti náhodných č́ısiel. To znamená, že rôzne postupnosti náhodných
č́ısiel dávajú rôzne výsledky, avšak vrámci nejakej štatistickej chyby.

Pŕıklady využitia vo fyzike:

• Perkolácia na postupne sa zaplňajúcej mriežke - ak na počiatočne prázdnu
mriežku začneme náhodným spôsobom postupne umiestňovat’ častice, po istom
počte umiestnených čast́ıc dospeje systém do stavu ked’ sa vytvoŕı cesta spájajúca
najbližš́ıch susedov na mriežke preklenujúca celú mriežku, t. j. dochádza k per-
kolácíı. Počet čast́ıc potrebných na vytvorenie takejto cesty je náhodné č́ıslo (pri
každom pokuse bude vo všeobecnosti iný) a jej stredná hodnota je tzv. perkolačný
prah.

Pŕıklady fyzikálnych aplikácíı problému perkolácie:

⋄ vodivost’ náhodných zmeśı

⋄ tok cez pôrovité materiály

⋄ magnety zriedené nemagnetickými pŕımesami

• Riešenie problémov v štatistickej mechanike - odhad istých vlastnost́ı
modelu vzorkovańım oblasti fázového priestoru. Na rozdiel od exaktných riešeńı
sa nebudeme pohybovat’ pozd́lž rovnakej trajektórie ale mnohých náhodných,
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5.1 Úvod

Obr. 5.1: Schématicky zobrazený stav perkolácie na postupne sa zaplňajúcej štvorcovej
mriežke ked’ je vytvorená cesta (hrubá lomená čiara) spájajúca najblǐzš́ıch susedov na mriežke
preklenujúca celú mriežku.

ktoré povedú k rovnovážnemu stavu systému, a následne vypoč́ıtame priemer tep-
lotným stredovańım. MC metóda berie správne do úvahy štatistické fluktuácie a
ich vplyv na mnohočasticový interagujúci systém. Č́ım lepšie vzorkovanie fázového
priestoru (t. j. dlhšie simulácie, väčšie súbory vzoriek), tým presneǰsie výsledky
môžeme dosiahnút’.

5.1.1 Aké problémy môžeme riešit’ pomocou MC simulácíı?

• prirodzene diskrétne alebo aproximat́ıvne diskretizované systémy

• pohyb jednotlivých atómov

• rastové javy včetne makroskopických objektov, rast koloidných čast́ıc

• pohyb kvapaĺın - aproximácia blokmi jednotlivých čast́ıc

• množstvo klasických a kvantových interagujúcich systémov

• skúmanie rovnovážnych vlastnost́ı rôznych magnetických materiálov, kovových
zliat́ın, jednoduchých aj komplexných kvapaĺın, polymérov a pod.

• ceny akcíı na burze

• výpočet viacrozmerných inegrálov, hlavne v štatistickej fyzike
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5.2 Základné pojmy teórie pravdepodobnosti

Problémy a limitácie použitia MC simulácíı

• obmedzený CPU čas a pamät’

• niektoré problémy nie je možné alebo praktické riešit’ pomocou MC simulácíı
kvôli pŕılǐs vel’kým nárokom na výpočtový CPU čas

• vd’aka rýchlemu rastu výpočtových kapaćıt vznikajú nové perspekt́ıvy pre použitie
MC techńık

Chyby MC metódy

• zaokruhl’ovacie chyby (vid’ sekciu 1.3)

• štatistické chyby - vznikajú nevyhnutne kvôli konečnému počtu vzoriek (voĺı
sa kompromis medzi parametrami simulácie a rozumným CPU časom)

• systematické chyby - nie je možné správne riešit’ isté problémy kvôli konečnému
počtu vzoriek

• je dôležité otestovat’ simulácie pre známe hodnoty parametrov so známymi
(už riešenými) výsledkami, ak existujú, a to najprv s malým počtom vzoriek a
taktiež optimalizovat’ algoritmus pre čo najlepšiu efekt́ıvnost’ výpočtu

5.1.2 Vzt’ah teória-experiment-simulácia-realita

• Simulácia ↔ realita - overovanie teórie, pre ktorú (ešte) neexistujú experi-
mentálne realizácie alebo ich nechceme robit’ lebo sú pŕılǐs drahé alebo nebezpečné
(napr. výbuch reaktora).

• Simulácia ↔ experiment - reálne fyzikálne systémy sú pŕılǐs zložité na to aby
sme skúmali zvlášt’ jednotlivé interakcie. Simuláciou môžeme separovat’ jednot-
livé interakcie a lepšie pochopit’ ich účinky. Pomocou simulácie tiež môžme ove-
rit’ správnost’ hamiltoniánu porovnańım výsledkov simulácie s experimentálnymi
výsledkami. Avšak, ciel’om simulácie nie je fitovanie experimentálnych dát ale
pochopenie fyzikálnych vlastnost́ı.
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5.2 Základné pojmy teórie pravdepodobnosti

Simulácia

ExperimentTeória

Realita
(Príroda)

Obr. 5.2: Schématicky znázornený vzt’ah medzi teóriou, experimentom, simuláciou a realitou.

5.2 Základné pojmy teórie pravdepodobnosti

• Náhodná premenná - ak pri opakovaných pokusoch pri identických podmien-
kach merania dostávame rôzne výsledky. Napr. pri hode kockou je náhodná pre-
menná x ∈ {1, 2, ..., 6}.

• Funkcia hustoty pravdepodobnosti - definuje pravdepodobnost’ p(x) že pri
vzorkovańı (pokuse) dostaneme výsledok x. Pre vel’ký počet pokusov plat́ı p(x) =
(počet vzoriek s výsledkom x)/(celkový počet vzoriek). Napr. pri hode kockou je
p(1) = p(2) = ... = p(6) = 1/6.

• Normalizačná podmienka

∑

k

p(xk) = 1. (5.1)

• Stredná (očakávaná) hodnota náhodnej premennej

E(x) = 〈x〉 =
∑

k

xkp(xk). (5.2)

Napr. pri hode kockou je 〈x〉 = 1× 1
6
+ . . .+ 6× 1

6
= 3, 5.

• Spojité náhodné premenné - xmôže nadobúdat’ spojité hodnoty (napr. poźıcia
atómu pozdlž osi x). Pravdeopdobnost’, že hodnota bude v rozmedźı x a x + dx
je p(x)dx.

68



5.2 Základné pojmy teórie pravdepodobnosti

• Normalizačná podmienka :

∫ ∞

−∞

p(x)dx = 1. (5.3)

• Stredná hodnota

E(x) = 〈x〉 =
∫ ∞

−∞

xp(x)dx. (5.4)

• Stredná hodnota funkcie náhodnej premennej

E(f(x)) = 〈f(x)〉 =
∫ ∞

−∞

f(x)p(x)dx. (5.5)

Pŕıklad: Nech xmá uniformné (rovnomerné) rozdelenie na intervale [a, b]. Potom
z normalizačnej podmienky l’ahko oveŕıme že p(x) = 1/(b− a). Ďalej plat́ı

〈x〉 =
∫ b

a

x
1

b− a
dx =

1

b− a

[x2

2

]b

a
=

b2 − a2

2(b− a)
=

a+ b

2
. (5.6)

Nech f(x) = x2, potom

〈

x2
〉

=

∫ b

a

x2 1

b− a
dx =

1

b− a

[x3

3

]b

a
=

b3 − a3

2(b− a)
=

a2 + ab+ b2

3
. (5.7)

• Rozptyl a smerodajná odchýlka náhodnej premennej
Rozptyl je daný vzt’ahom

V ar(x) =
〈

(x− 〈x〉)2
〉

=
〈

x2 − 2x 〈x〉+ 〈x〉2
〉

=
〈

x2
〉

− 〈x〉2 . (5.8)

Napr. pre uniformné rozdelenie dostávame

V ar(x) =
a2 + ab+ b2

3
−
(a+ b

2

)2

=
(a− b)2

12
. (5.9)

Smerodajná (alebo štandardná) odchýlka náhodnej premennej je potom

Std(x) =
√

V ar(x) =
|a− b|
2
√
3

. (5.10)
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x

p(
x)

b−a

ba

Obr. 5.3: Uniformné rozdelenie pravdepodobnosti na intervale [a, b].

• Niektoré vlastnosti

E[ax± by)] = aE(x)± bE(y), (5.11)

V ar[ax± by)] = a2V ar(x) + b2V ar(y), (5.12)

kde x, y sú náhodné premenné a a, b sú konštanty.

Podrobneǰśı výklad k problematike náhodnej premennej a pravdepodobnosti, aj s nie-
ktorými aplikáciami v prostred́ı Octave/Matlab, je možné nájst’ napr. v skriptách od
autorov Buša a kol.

5.3 Monte Carlo odhad

5.3.1 Stredná hodnota súboru

Výpočet (jednorozmerného) integrálu je možné urobit’ pomocou MC odhadu strednej
hodnoty funkcie. Nech p(x) je nejaká funkcia hustoty pravdepodobnosti a je nenulová
na nejakom intervale [a, b].

F (x) =

∫ b

a

f(x)dx =

∫ b

a

f(x)

p(x)
p(x)dx =

〈

f(x)

p(x)

〉

. (5.13)

To znamená, že deterministické integrovanie sme nahradili výpočtom strednej hodnoty
cez náhodné vzorky. Ak p(x) = 1/(b− a), potom

∫ b

a

f(x)dx = (b− a) 〈f(x)〉 . (5.14)
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5.3 Monte Carlo odhad

Pre odhad strednej hodnoty funkcie pomocou MC simulácii generujeme postupnost’

uniformných náhodných č́ısiel x = rn, n = 1, . . . ,M na intervale [a, b], pričom plat́ı

∫ b

a

f(x)dx = (b− a) 〈f(x)〉 ≈ (b− a)
1

M

M
∑

n=1

f(rn). (5.15)

Efekt konečného počtu vzoriek
V limitnom pŕıpade nekonečného počtu vzoriek plat́ı 〈f(x)〉 =

∫∞

−∞
f(x)p(x)dx. Avšak

pre konečný počet vzoriek dostávame odhad strednej hodnoty v tvare aritmetického
priemeru

f̄(x) =
1

M

M
∑

n=1

f(rn). (5.16)

Je zrejmé že pre výberové súbory generované pomocou rôznych M -t́ıc náhodných č́ısiel
rn, n = 1, . . . ,M z rozdelenia p(x) je aj odhad f̄(x) náhodná premenná, ktorá má tiež
strednú hodnotu a rozptyl.

Neskreslený odhad - ak veličina odhadnutá z M vzoriek konverguje ku skutočnej
hodnote populácie (základného súboru).

Teoréma: Stredná hodnotaM vzoriek náhodnej premennej f̄(x) konverguje k hodnote
〈f(x)〉.

E{f̄(x)} = 1

M

M
∑

n=1

E{f(rn)} =
1

M

M
∑

n=1

〈f(x)〉 = 1

M
M 〈f(x)〉 = 〈f(x)〉 . (5.17)

Tým sme overili platnost’ teorémy, pričom sme využili vlastnost’ (5.11) a dôležitú rov-
nost’ E{f(rn)} = 〈f(x)〉, ktorá vyplýva z nezávislosti vzoriek.

5.3.2 Rozptyl a smerodajná odchýlka odhadu strednej hod-
noty súboru

Analogicky ako pre strednú hodnotu, pre rozptyl dostávame

Var{f̄(x)} =
1

M2

M
∑

n=1

Var{f(rn)} =
1

M2

M
∑

n=1

Var{f(x)}

=
1

M2
MVar{f(x)} = Var{f(x)}

M
. (5.18)
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5.4 Generátory náhodných č́ısiel

Podobne ako vyššie, využili sme vlastnost’ (5.12) a rovnost’ Var{f(rn)} = Var{f(x)},
ktorá vyplýva z nezávislosti vzoriek. Odmocneńım dostávame

Std{f̄(x)} = Std{f(x)}√
M

, (5.19)

čo znamená že chyba MC odhadu strednej hodnoty sa zmenšuje s počtom vzoriek ako
1/
√
M .

Neskreslený odhad rozptylu a štandardnej odchýlky základného súboru
Nech SM je rozptyl odhadnutý z M vzoriek

SM =
1

M

M
∑

n=1

f 2(rn)−
[ 1

M

M
∑

n=1

f(rn)
]2

. (5.20)

SM je tiež náhodná premenná, ktorej stredná hodnota je

〈SM〉 =
1

M

M
∑

n=1

〈

f 2(x)
〉

− 1

M2

M
∑

m=1

M
∑

n=1

〈f(rm)f(rn)〉

=
〈

f 2(x)
〉

− 1

M2

M
∑

m=1

〈

f 2(x)
〉

− 1

M2

M
∑

m=1

M
∑

n=1(n 6=m)

〈f(rm)f(rn)〉

=
(

1− 1

M

)

〈

f 2(x)
〉

−
(

1− 1

M

)

〈f(x)〉2

=
(

1− 1

M

)

Var{f(x)}. (5.21)

Vyššie sme využili, že pre nekorelované (a nezávislé) náhodné premenné plat́ı
〈f(rm)f(rn)〉 = 〈f(x)〉 〈f(x)〉. To znamená, že neskresleným odhadom rozptylu základ-
ného súboru Var{f(x)} je M

M−1
SM . Dosadeńım do rovnice (5.18) dostávame

Var{f̄(x)} =
1

M − 1
SM =

1

M − 1

{ 1

M

M
∑

n=1

f 2(rn)−
[ 1

M

M
∑

n=1

f(rn)
]2}

→ Var{f(x)}
M

. (5.22)

Centrálna teoréma MC vzorkovania sumarizuje vyššie odvodené vzt’ahy

∫

f(x)p(x)dx ≈ f̄ ±

√

f̄ 2 − (f̄)2

M − 1
, (5.23)

kde f̄ = 1
M

∑M
n=1 f(rn), a rn je náhodná premenná z p(x).
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5.4 Generátory náhodných č́ısiel

5.4 Generátory náhodných č́ısiel

Pre MC výpočty je dôležité generovat’ rýchlo a efekt́ıvne postupnosti náhodných č́ısiel.
Fyzikálne procesy (napr. biely šum v elektrických obvodoch) nie sú efekt́ıvne a preto
sa obyčajne generujú pseudonáhodné č́ısla pomocou softvéru s využit́ım rôznych algo-
ritmov. Je preto dôležité otestovat’ kvalitu jednotlivých generátorov, pretože použitie
zlých generátorov sa môže prejavit’ v systematických chybách v MC výpočtoch. Vo
všeobecnosti potrebujeme postupnosti uniformných nekorelovaných náhodných č́ısiel
s čo najdlhšou periódou opakovania. Obyčajne sa generujú celé č́ısla, ktoré sa potom
prenormujú tak, aby boli z intervalu [0, 1].

5.4.1 Kongruenčná metóda

Je založená na jednoduchom generovańı postupnosti vel’kých kladných č́ısiel Xn pomo-
cou rekurentného vzt’ahu

Xn = (cXn−1 + a0) mod Nmax, (5.24)

kde c je multiplikátor, a0 je nejaká konštanta (obyčajne nula), Nmax je dostatočne vel’ké
a X0 je počiatočná hodnota (seed) ktorú je najlepšie volit’ ako nepárne č́ıslo. Populárne
hodnoty pre (Nmax, c) = (231 − 1, 75) pre 32-bitový procesor. Potom

rn = Xn/Nmax ∈ [0, 1]. (5.25)

Zistilo sa však, že takýto jednoduchý generátor vykazuje korelácie medzi trojicami po
sebe idúcich č́ısiel. Vylepšeńım môžu byt’ rôzne kombinácie viacerých kongruenčných
generátorov s rôznymi vol’bami hodnôt c a X0. Napŕıklad, jeden generátor vytvára
tabul’ku náhodných č́ısiel a druhý z nej náhodne vyberá členy.

5.4.2 Shift register (Tauswortheov) generátor

Najprv vygenerujeme tabul’ku náhodných č́ısiel a potom nové náhodné č́ısla sú gene-
rované z č́ısiel z tabul’ky pomocou operácie .XOR. (exkluźıvny OR operátor):

Xn = Xn−p.XOR.Xn−q, (5.26)

kde p, q sú vhodne zvolené, napr. tak, aby sṕlňali Xp + Xq + 1 = primit́ıvne č́ıslo.
Pŕıklady vol’by dvoj́ıc (p, q) = (98, 27), (250, 103), . . .. Zovšeobecneńım je Fibonacciho
generátor, založený na vzt’ahu

Xn = Xn−p ∗Xn−q, (5.27)
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5.4 Generátory náhodných č́ısiel

kde ∗ je nejaká operácia.
Kvalitu generátora náhodných č́ısiel je možné jednoducho overit’ napr. pomocou

testu uniformity, v ktorom si rozdeĺıme interval [0, 1] na niekol’ko malých priečinkov a
po vygenerovańı vel’kého počtu náhodných č́ısiel a ich zaradeńı do priečinkov (vytvoreńı
histogramu) skontrolujeme uniformitu, alebo pri zobrazeńı v m-rozmernom priestore
hl’adáme vzory, štruktúry, atd’., ktoré by sa pri kvalitných generátoroch nemali vysky-
tovat’.

5.4.3 Neuniformné (nerovnomerné) generátory náhodných
č́ısiel

Úlohou bude generovat’ náhodné č́ısla z neuniformného rozdelenia p(x) na intervale
[a, b].

• Von Neumannovo odmietanie - algoritmus :

1. Generuj vektor (xt, wt) ∈ [a, b]× [0, wsup],
xt = a+ (b− a)r1t, wt = wsupr2t, kde
r1t ∼ U(0, 1), r2t ∼ U(0, 1), wsup = supx∈[a,b] p(x) a x ∼ U(0, 1) znamená že
náhodná premenná x pochádza z uniformného rozdelenia na intervale [0, 1].

2. Ak wt > p(xt) potom odmietame xt a pokračujeme v kroku 1.; ináč xt

akceptujeme a jej hodnotu prirad́ıme premennej ξ. Potom množina všetkých
ξ bude mat’ na [a, b] rozdelenie p(x).

• Nerovnomernost’ dosiahnutá transformáciou premennej :
Aj je požadované neuniformné rozdelenie p(x) na intervale [a, b], potom kumu-
lat́ıvne rozdelenie (pravdepodobnost’, že x ≤ x′) je dané

P (x′) =

∫ x′

a

p(x)dx. (5.28)

P (x′) je tiež náhodná premenná a to z intervalu [0, 1]: u = P (x) a potom x =
P−1(u).

Pŕıklad: Nech p(x) = exp(−x) pre x ≥ 0. Potom

P (x′) =

∫ x′

0

exp(−x)dx = [− exp(−x)]x′

0 = 1− exp(−x′). (5.29)

Teda máme u = 1 − exp(−x), odkial’ x = − ln(1 − u). Ak u ∼ U(0, 1), potom
x = exp(−u).
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Obr. 5.4: Zobrazenie spôsobu dosiahnutia nerovnomerného rozdelenia transformáciou pre-
mennej z kumulat́ıvneho rozdelenia P (x).

• Boxova-Mullerova metóda pre generovanie gaussovského rozdelenia :
Nech x1, x2 ∼ U(0, 1), potom pre

y1 = (−2 log x1)
1/2 cos(2πx2) (5.30)

y2 = (−2 log x1)
1/2 sin(2πx2) (5.31)

plat́ı y1, y2 ∼ N(0, 1), t. j. že sú z gaussovského (normálneho) rozdelenia so stred-
nou hodnotou 0 a štandardnou odchýlkou 1.

5.5 Jednoduché a dôležité vzorkovanie

Monte Carlo integrovanie
Jedným z najjednoduchš́ıch spôsobov numerického integrovania (kvadratúry) je odhad
pomocou obd́lžńıkovej metódy (vid’ kurz numerických metód):

∫ b

a

f(x)dx ≈
M
∑

n=1

f(xn)∆x, (5.32)

kde f(xn) sú funkčné hodnoty funkcie v uzloch siete xn, n = 1, ...,M a ∆x = xn+1−xn

je konštantný krok delenia intervalu [a, b]. Pri Monte Carlo integrovańı vygenerujeme
postupnost’ náhodných č́ısiel rn ∈ [a, b] a

∫ b

a

f(x)dx ≈
M
∑

n=1

b− a

M
f(rn). (5.33)
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Obr. 5.5: 25 000 náhodne generovaných bodov (x, y) ∈ [0, 1], pričom body pod (nad) krivkou
(ne)spĺňajú podmienku x2 + y2 ≤ 1

Teda, rozdiel je len v tom že pri MC integrovańı sú uzly siete náhodné čisla. Majme však
N -rozmernú funkciu f(x1, . . . , xN) v jednotkovej hyperkocke [0, 1]N . Potom integrál

∫ 1

0

∫ 1

0

. . .

∫ 1

0

f(x)dx1dx2 . . . dxN (5.34)

je vel’mi problematické riešit’ štandardnou numerickou metódou. Napŕıklad, len pre
M = 10 muśıme funkciu f(x1, . . . , xN ) vyhodnocovat’ 10N -krát, čo je nezvládnutel’né
pre vel’ké N ≈ 106.

Ukázali sme si že chyba MC odhadu klesá s počtom vzoriek ako 1/
√
M , a teda,

pre dostatočne vel’ké M môžeme pomocou MC integrovania dostat’ dostatočne presné
riešenie.
Pŕıklad: Výpočet hodnoty π pomocou MC integrovania
Majme štvorec: {(x, y)|0 ≤ x < 1, 0 ≤ y < 1}, ktorého obsah je Sst = 1 a vo vnútri
štvorca kruhový výsek: {(x, y)|0 ≤ x < 1, 0 ≤ y < 1, x2 + y2 ≤ 1}, ktorého obsah je
Skv = π12/4 = π/4 (vid’ obr. 5.5). MC pŕıstup je založený na generovańı Npok párov
náhodných č́ısiel (x, y) ∈ [0, 1] a testovańı podmienky x2 + y2 ≤ 1. Ak je splnená tak
zvýšime počet zásahov Nzas. Potom plochu kruhového výseku môžeme odhadnút’ ako
Skv ≈ Nzas

Npok
× Sst =

Nzas

Npok
, odkial’ vyplýva π ≈ 4Nzas

Npok
.

Aplikácia na štatistickú mechaniku
Uvažujme kocku s d́lžkou hrany L, ktorá obsahuje N čast́ıc. Štatistickú fyziku zauj́ıma
dlhočasový priemer rôznych velič́ın popisujúcich taký systém 〈A({ri})〉, kde {ri =
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(xi, yi, zi)|0 < xi, yi, zi < L, i = 1, 2, . . . , N}, ktorý je daný integrálom

〈A({ri})〉 =
∫ ∫ ∫

. . .
∫

exp
(

− V ({ri})
kBT

)

A({ri})dr1dr2 . . . drN
∫ ∫ ∫

. . .
∫

exp
(

− V ({ri})
kBT

)

dr1dr2 . . . drN
, (5.35)

kde T je teplota, kB = 1.38 × 10−16 erg/K je Boltzmannova konštanta a V ({ri}) je
potenciálna energia systému. Pŕıkladom veličiny 〈A({ri})〉môžu byt’ vzdialensoti medzi
pármi čast́ıc a ak majú častice náboj e tak potenciálna energia je daná ako

V ({ri}) =
∑

i<j

e2

|ri − rj|
. (5.36)

Je zrejme že pri špičkových simuláciach, ktoré obsahujú až 100 miliónov čast́ıc, výpočet
300 miliónov-rozmerného integrálu pomocou klasického numerického integrovania nie
je možný.

5.5.1 Jednoduché vzorkovanie

MC simulácie založené na jednoduchom vzorkovańı (z angl.: simple sampling) by ge-
nerovali náhodný bod v 300 miliónov-rozmernom priestore generovańım 300 miliónov
náhodných č́ısiel z intervalu [0, L] a potom vyhodnotilo funkciu v tomto bode. To by
však bol vel’mi neúčinný spôsob, vhl’adom na to že, hlavne pri ńızkych teplotách, ok-

rem bĺızkeho okolia bodu kde V ({ri}) nadobúda minimum by hodnota výrazu exp
(

−
V ({ri})
kBT

)

(tzv. Boltzmannov faktor) bola takmer nulová a teda aj ich pŕıspevok k cel-

kovému integrálu.
Pŕıklad: Uvažujme jednu časticu v 1-rozmernom priestore d́lžky 1 cm a potenciáli
V (x) = ckB(x− 0.5)2, kde c = 1K/cm2 (obr. 5.6).
Pre najnižšiu teplotu T=0.001K intervaly [0, 0.4] a [0.6, 1] prispievajú k integrovaniu
zanedbatel’ne. Teda uniformným generovańım náhodných č́ısiel márnime 80% času.
Avšak, pri N = 100 časticiach a rovnakom potenciáli len 0.2100 = 1.27 × 10−70 z
celkového počtu náhodných č́ısiel prispieva a teda len zhruba každý 1070-tý pokus je
užitočný.

Efekt́ıvna MC metóda by teda mala generovat’ náhodné č́ısla v bĺızkosti minima
potenciálu, teda dôležité body. Metóda na vzorkovanie takýchto dôležitých bodov sa
nazýva dôležité vzorkovanie (z angl.: importance sampling).
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Obr. 5.6: (a) Potenciál V (x)/kB = (x − 0.5)2 a (b) Boltzmannov faktor pre dve hodnoty
teploty T = 0, 1K a 0, 001K.

5.5.2 Dôležité vzorkovanie

V predchádzajúcej sekcii sme predpokladali že generujeme postupnost’ náhodných bo-
dov takých, že ich populácia je z danej hustoty pravdepodobnosti p(x). Dôležité vzor-
kovanie vyberá náhodné č́ısla z hustoty pravdepodobnosti p(x) tak aby ich celková
populácia, a nie každý bod, bola z danej hustoty pravdepodobnosti.

Uvažujme konečnostavový systém, ktorý v l’ubovol’nom momente môže byt’ v jednom
zo stavov {Γ1,Γ2, . . . ,ΓN}. Ako pŕıklad si môžeme predstavit’ n atómov v kocke, v
ktorej sú súradnice v každom smere diskretizované tak, že môžu nadobúdat’ len m
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Obr. 5.7: Dvojrozmerný systém so štyrmi atómami s diskretizovanými stavmi v piatich bo-
doch v každom smere. Počet všetkých kombinácíı možných stavov atómov je 58.

diskrétnych hodnôt. Stav systému je potom charakterizovaný 3n diskrétnymi bodmi,
pričom existujem3n kombinácíı možných stavov (vid’ pŕıklad v 2D na obr. 5.7). Hustota
pravdepodobnosti je p(Γ1,Γ2, . . . ,ΓN).

Markovov ret’azec

Markovov ret’azec je postupnost’ pokusov, ktorá sṕlňa dve podmienky:

1. Výsledok každého pokusu patŕı do konečnej množiny všetkých pokusov {Γ1,Γ2, . . .
,ΓN}, ktorú nazývame stavový priestor;

2. Výsledok každého pokusu záviśı len od výsledku pokusu ktorý mu bezprostredne
predchádzal (systém má vel’mi krátku pamät’).

Matica pravdepodobnosti prechodu

L’ubovol’né dva stavy Γn a Γm sú prepojené pravdepodobnost’ou prechodu πmn, ktorá je
podmienenou pravdepodobnost’ou, že d’aľśı stav bude Γm za predpokladu, že súčasný
stav je Γn, t. j. pravdepodobnost’ prechodu n → m. Každá taka pravepodobnost’ pre-
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chodu πmn je prvkom matice pravepodobnosti prechodu

Π =











π11 π12 . . . π1N

π21 π22 . . . π2N
...

...
...

...
πN1 . . . . . . πNN











.

Normalizácia: Za predpokladu že je systém v súčasnosti v stave Γn, následujúci
stav muśı byt’ jeden z N možných stavov a teda muśı platit’ normalizačná podmienka

N
∑

m=1

πmn = 1. (5.37)

Predpokladajme, že začneme so 100-percentnou pravdepodobnost’ou z jedného zo sta-
vov, povedzme n, potom následujúci stav je náhodný s pravdepodobnost’ou

ρ(1) =











p1
p2
...
pN











= Πρ(0) = Π











0
...
1
...










n

. (5.38)

Rozdelenie pravdepodobnosti v časovom kroku τ je dané postupným násobeńım mat́ıc

ρ(τ) = Πρ(τ−1) = Π2ρ(τ−2) = . . . = Πτρ(0). (5.39)

Následujúca teoréma nám poskytne predstavu ako je Markovov ret’azec použitý na
dosiahnutie populácie so žiadanou hustotou pravdepodobnosti.

Perronova-Frobeniova teoréma

Matica pravdepodobnosti prechodu má jednu vlastnú hodnotu rovnú jednej a prislu-
chajúci vlastný vektor je limitným rozdeleńım ret’azca. Všetky ostatné vlastné hodnoty
sú menej ako jedna.

Dôsledok 1: Πτ pre vel’ké τ konverguje k matici, ktorú ked’ aplikujeme na l’ubovol’né
počiatočné rozdelenie pravdepodobnosti, ρ(0), konverguje k vlastnému vektoru pri-
sluchajúcemu jednotkovej vlastnej hodnote. Všetky ostatné vlastné vektory, ktorých
vlastné hodnoty sú menej ako jedna, sú odfiltrované postupným násobeńım mat́ıc
(ρ∞ = limτ→∞Πτρ(0)).

Dôsledok 2: Aby sme dosiahli rozdelenie stavov z danej hustoty pravdepodobnosti,
je potrebné nájst’ takú maticu hustoty pravdepodobnosti (existencia ktorej je garanto-
vaná vyššie uvedenou normalizačnou podmienkou), ktorej vlastný vektor odpovedajúci
jednotkovej vlastnej hodnote je rovný žiadanej hustote pravdepodobnosti.
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5.5.3 Metropolisov algoritmus

Teraz sa úloha generovania žiadaneho rozdelenia pravdepodobnosti zredukovala na
nájdenie takej matice hustoty pravdepodobnosti, ktorej vlastný vektor odpovedajúci
jednotkovej vlastnej hodnote sa rovná žiadanej funkcii hustoty pravdepodobnosti. Aby
sme to dosiahli, spomeňme si že pre vlastný vektor odpovedajúci jednotkovej vlastnej
hodnote plat́ı

Πρ = ρ alebo
N
∑

n=1

πmnρn = ρm. (5.40)

Problémom je, ako pre dané ρ nájst’ Π ktoré sṕlňa vyššie uvedenú podmienku. Môžeme
to dosiahnút’ požadovańım splnenia nasledovnej silneǰsej podmienky.

Podmienka detailnej rovnováhy: Pre l’ubovol’ný pár stavov vyžadujeme aby
bolo splnené

πmnρn = πnmρm. (5.41)

L’avá strana prestavuje tok pravdepodobnosti že aktuálny stav je n a následujúci stav
je m a pravá strana zasa tok z m do n. Pre l’ubovol’ný pár stavov muśı byt’ splnená
mikroskopická rovnováha týchto tokov.

Aby sme dokázali, že podmienka detailnej rovnováhy je postačujúcou podmienkou
pre splnenie rovnice (5.40), urobme sumáciu obidvoch strán cez n. Potom pre pravú
stranu plat́ı

N
∑

n=1

πnmρn =
N
∑

n=1

(πnm)ρm = 1ρm = ρm (5.42)

a pre l’avu stranu dostávame z rovnice (5.40) rovnaký výsledok, t. j.,

N
∑

n=1

πmnρn = ρm. (5.43)

Metropolisova matica pravdepodobnosti prechodu je definovaná:

πmn =

{ αmn

(ρm/ρn)αmn

1−∑

m′ 6=n πm′n

ρm ≥ ρn,m 6= n,
ρm < ρn,m 6= n,

m = n,
(5.44)
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kde α je symetrická matica pokusov (αmn = αnm). To znamená, že Metropolisova
metóda je istý typ odmietacej metódy. Najprv sa pokuśı o prechod zo stavu n do
m s pravdepodobnost’ou αmn. Ak je pravdepodobnost’ výsledného stavu väčšia než
pravdepodobnost’ súčasného stavu, potom je pokus bezpodmienečne akceptovaný. V
opačnom ŕıpade, ak je pravdepodobnost’ výsledného stavu menšia než pravdepodobnost’

súčasného stavu, potom je pokus akceptovaný s pravdepodobnost’ou ρm/ρn. Posledná
rovnost’ vo vzt’ahu (5.44) garantuje splnenie normalizačnej podmienky pre maticu prav-
depodobnosti prechodu.

Dôkaz splnenia podmienky detailnej rovnováhy: Predpokladajme, že ρm <
ρn (podobný dôkaz môžeme urobit’ aj pre opačný pŕıpad). πnmρm = αnmρm = αmnρm
kôli symetrickému pokusu. Na druhej strane, πmnρn = (ρm/ρn)αmnρn = αmnρm.

Zjavnou výhodou Metropolisovho algoritmu je to, že namiesto t’ažko poč́ıtatel’nej
absolútnej pravdepodobnosti ρn stač́ı spoč́ıtat’ ovel’a jednoduchšiu relat́ıvnu hustotu
pravdepodobnosti ρm/ρn. Napŕıklad, uvažujme hustotu pravdepodobnosti v štatistickej
mechanike

P (ri) =
exp(−V (ri)/kBT )

∫ ∫

. . .
∫

exp(−V (ri)/kBT )dr1dr2 . . . drN
, (5.45)

ktorú dostaneme až po integrácii exponenciálneho faktoru cez celý konfiguračný pries-
tor, čo je prakticky neriešitel’ná úloha. Naproti tomu, Metropolisova metóda vyžaduje
len výpočet relat́ıvnej pravdepodobnosti

P (r′
i
)

P (ri)
=

exp(−V (r′
i
)/kBT )

exp(−V (ri)/kBT )
= exp(−(V (r′

i
)− V (ri))/kBT ), (5.46)

kde nečiarkované ri reprezentujú súradnice súčasného (pred pokusom o zmenu) a
čiarkované r′

i
súradnice nového (po pokuse o zmenu) stavu. Môžeme si všimnut’, že

problematický menovatel’ sa vykrátil a teda na výpočet relat́ıvnej pravdepodobnosti
nám stač́ı vypoč́ıtat’ rozdiel potenciálnych energíı po pokuse a pred pokusom o zmenu
stavu.

Pozor! Systém zostáva v tom istom stave v pŕıpade, že pokus o zmenu zlyhá podl’a
tretieho kritéria. Ked’ poč́ıtame štatistický priemer nejakej veličiny, aj takýto nový (aj
ked’ nezmenený) stav sa muśı brat’ do úvahy, okrem už započ́ıtaného predchádzajúceho
stavu. Nasledujúci pseudo-program sumarizuje celý algoritmus.

Metropolisov algoritmus pre štatistickú fyziku
Sum A = 0 (Vynulovanie hodnoty veličiny A)
Pre n = 1 do N pok (Opakovanie cyklu po max. počet pokusov N pok)

X ′ ← X + dX (Pokus o zmenu stavu z X na X ′)
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Obr. 5.8: Spinova konfigurácia dvojrozmerného Isingovho modelu na mriežke vel’kosti 4× 4.

Vypoč́ıtaj dV = V (X ′)− V (X) (Výpočet zmeny potenciálnej energie)
Ak dV < 0 potom

Akceptuj X ← X ′ (Bezpodmienečne akceptuj zmenu stavu)
Ináč ak rand() < exp(−dV/kBT ) potom

Akceptuj X ← X ′ (Akceptuj zmenu stavu s pravdep. ρm/ρn)
Ináč odmietni zmenu stavu (Zachovaj pôvodný stav)
Sum A = Sum A+ A(X) (Kumululat́ıvne spočitávanie hodnoty A)

Koniec cyklu
Avg A = Sum A/N pok (Odhad strednej hodnoty A aritmetickým priemerom)

5.6 Isingov model

Isingov model je štatisticko-fyzikálny model, ktorý bol pôvodne zavedený za účelom
študovania správania sa magnetických čast́ıc v magnetickom poli. Model pozostáva zo
súboru magnetických čast́ıc, tzv. spinov, lokalizovaných v uzloch mriežky (vid’. obr.5.8).
Každý taký spin môže nadobúdat’ bud’ hodnotu +1 (šipka hore) alebo −1 (šipka dole).
Potenciálna energia (hamiltonián) takéhoto systému je daný vzt’ahom

V (s) = −J
∑

(i,j)

sisj −H
∑

i

si, (5.47)

kde si = ±1, (i, j) sú indexy najbližš́ıch susedov na mriežke, H je vonkaǰsie magnetické
pole a J je výmenná interakcia. Pre J > 0 prvý člen nadobúda minimum ked’ sú všetky
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spiny orientované rovnakým smerom a pre H > 0 druhý člen, ak sú všetky spiny
orientované smerom hore. V štatistickej mechanike pravdepodobnost’ stavov s energiou
V pri teplote T je úmerná Boltzmannovmu faktoru exp(−V/kBT ).

Pre dvojrozmernú mriežku vel’kosti L×L, každý index spinu pozostáva z páru celých
č́ısiel (i, j), 0 ≤ i, j ≤ L − 1. Štyria susedia (sever, juh, východ, západ) mriežkového
bodu (i, j) sú (i± 1, j) a (i, j ± 1).

Periodické okrajové podmienky sa obyčajne aplikujú pri simulácíı vel’kých
mriežok (L→∞) za účelom eliminácie povrchových efektov. Na obr.5.8 je to znázornené
pomocnými spinmi šedej farby v riadku (0) a st́lpci (0), ktoré majú vždy rovnakú hod-
notu ako spiny v riadku 0 a st́lpci 0. Tým je zabezpečené, že každy spin, vrátane tých
okrajových po obvode mriežky, má rovnaký počet (štyroch) susedov.

MC algoritmus pre Isingov model

Následujúci pseudo-program popisuje MC simuláciu dvojrozmerného Isingovho mo-
delu. Simulácia pozostáva z postupnosti pokusov o preklopenie vybraného spinu (i, j)
a výpočtu odpovedajúcej zmeny energie. Preklopenie je bud’ akceptované alebo zamiet-
nuté podl’a Metropolisovho algoritmu. V každom MC kroku je náhodne vybraný jeden
spin a celkovo je realizovaných max krok krokov.

Algoritmus pre Isingov model
Inicializuj hodnoty spinov si,j pre všetky 0 ≤ i, j ≤ L− 1
SumA = 0 (Vynulovanie hodnoty veličiny A)
Pre n = 1 do max krok (Opakovanie cyklu po max. počet krokov max krok)

Náhodne vyber uzol mriežky (i, j)
Vypoč́ıtaj dV = V (s′)− V (s) pri preklopeńı spinu (i, j)
Ak dV < 0 potom bezpodmienečne akceptuj preklopenie, si,j ← −si,j
Ináč ak rand() < exp(−dV/kBT ) potom akceptuj preklopenie
Ináč ponechaj starý stav (bez preklopenia spinu)
Sum A = Sum A+ A(s) (Kumulat́ıvne spočitávanie hodnoty A)

Avg A = Sum A/max krok (Po max krok krokoch odhad strednej hodnoty A aritme-
tickým priemerom)

Praktické poznámky:
Zmenu energie, dV (s) = V (. . . , s′k, . . .)−V (. . . , sk, . . .), spojenej s preklopeńım jedného
spinu sk → s′k = −sk vypoč́ıtame následovne

dV = −J
∑

l∈n.n.(k)

(s′k − sk)sl −H(s′k − sk), (5.48)

kde n.n.(k) označuje najbližš́ıch susedov k-tého spinu. Všimnime si, že s′k − sk = 2s′k
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5.6 MC simulácie Isingovho modelu

(2 pre −1→ 1 a -2 pre 1→ −1), takže

dV = −2s′k(J
∑

l∈n.n.(k)

sl +H). (5.49)

Pre dvojrozmerný Isingov model existujú len dve možné hodnoty pre s′k : ±1 a pät’

hodnôt pre
∑

l∈n.n.(k) : 0,±2,±4. Preto je výhodné zostavit’ tabul’ku (vel’kosti 2×5) pre

všetky možné hodnoty exp(−dV/kBT ), z ktorej potom pri simulácíı len vyberáme pri-
sluchajúce hodnoty namiesto pracného opakovaného výpočtu exponenciálneho výrazu.
Vzhl’adom na to že obyčajne potrebujeme vel’a MC krokov, tým sa ušetŕı obrovské
množstvo poč́ıtačového času.

Výpočet niektorých základných fyzikálnych velič́ın

Okrem energie, definovanej vzt’ahom (5.47), poč́ıtame magnetizáciu

M =
∑

i

si (5.50)

a taktiež je užitočné poč́ıtat’ aj rozptyl, jednak energie ako aj magnetizácie

V ar{X} =
〈

X2
〉

− 〈X〉2 (5.51)

kde X = V alebo M , ktoré sú úmerne fyzikálnym veličinám tepelná kapacita (C =
V ar{V }/kBT 2) a magnetická susceptibilita (χ = V ar{M}/kBT ). Poznamenajme, že
taktiež výpočet magnetizácie si je možné ul’ahčit’ tým, že po každom preklopeńı spinu
z sk na s′k aktualizujeme priebežnú hodnotu Mtot tak, že ju nahrad́ıme Mtot + 2s′k.
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